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Rezumat. Articolul are ca scop prezentarea sistemelor de recomandare prin prisma celor 
mai importante aspecte şi tipuri de algoritmi folosiţi în diverse abordări şi implementări, 
precum şi a problemelor ce apar şi trebuie preîntâmpinate. Aplicaţia prezentată în acest 
articol utilizează o abordare care combină multiple modalităţi de recomandare de imagini. 
Modelul propus aduce rezultate calitative pe baza aspectelor: sociale - prin aplicarea 
conceptului de filtrare colaborativă, vizuale - prin calculul de similarităţi între trăsăturile  
vizuale ale imaginilor, semantice - prin utilizarea metricilor de similaritate între termeni 
bazate pe WordNet (http://wordnet.princeton.edu), pe care le integrează cu utilizarea unui 
clasificator SVM pentru recunoaşterea tipurilor de scenă pe baza aspectelor vizuale. 
Prezentăm în detaliu metodele ştiinţifice şi soluţia arhitecturală care stau la baza realizării 
sistemului propus. 

Cuvinte cheie: recomandare de imagini, clasificare, trăsături vizuale, semantice, sociale  

1 Introducere  
Sistemele de regăsire de imagini, sistemele de recomandare, precum şi 
detecţia de concepte vizuale şi adnotarea automată a imaginilor reprezintă 
direcţii de cercetare care în ultimii ani au primit şi continuă să primească 
multă atenţie la nivel academic şi nu numai, ele extinzând remarcabil 
capabilităţile maşinilor de căutare de tip google. De exemplu, ACM 
organizează în 2011 a cincea conferinţă pe tema sistemelor de recomandare 
(http://recsys.acm.org). De asemenea, sistemele de recomandare au fost 
declarate ca fiind una dintre primele cinci teme de interes deosebit în 
domeniul web-ului, printre altele precum web-ul semantic, realitatea 
îmbunătăţită, web-ul mobil şi reţelele sociale (MacManus, 2009).  
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Sistemele de recomandare sunt aplicaţii software concepute pentru a 

filtra informaţia şi a oferi sugestii utilizatorilor despre obiecte ce ar putea fi 
de interes pentru ei, pe baza unor anumite criterii. Multe din aplicaţiile 
online care folosesc sau doresc să includă o astfel de soluţie au milioane de 
înregistrări stocate în diverse medii, conţinând informaţii despre articolele 
cu care aplicaţia lucrează, despre utilizatorii săi şi despre activităţile 
realizate de aceştia. Sistemul rezultat trebuie să ofere scalabilitate şi 
procesare în timp real a cererilor de recomandare, pentru a facilita 
utilizatorului final o experienţă agreabilă. 

Competiţii internaţionale precum ImageCLEF  încearcă să încurajeze 
cercetarea în domeniul adnotării automate a imaginilor, pe baza detecţiei 
conceptelor vizuale, prin punerea la dispoziţie a unui set de date comun şi 
unor metodologii de evaluare a performanţelor. (http://www.imageclef.org) 
Această competiţie face posibilă evaluarea comparativă a mai multor 
algoritmi şi stimulează dezvoltarea şi îmbunătăţirea metodelor de adnotare 
automată a imaginilor. În conjuncţie cu aceste competiţii deschise, 
activitatea de cercetare în aceste domenii se concretizează printr-un număr 
mare de articole, noi abordări şi noi metode de evaluare. Cu toate acestea, 
progresul în domeniul regăsirii şi recomandării de imagini este departe de a 
fi ajuns la un nivel final. 

2 Descrierea aspectelor teoretice asociate sistemului propus  

2.1 Sisteme de recomandare  
Sistemele de recomandare sunt sisteme care oferă facilităţi de predicţie a 
preferinţelor utilizatorilor într-un spaţiu de articole dat, pentru a-i ajuta în 
procesul de selecţie a articolelor (Resnick şi Varian, 1997). După algoritmii 
utilizaţi, aceste sisteme se împart în două mari categorii. 

Primul tip de sisteme de recomandare utilizează recomandarea bazată pe 
conţinutul articolului. Aceşti algoritmi se axează pe conţinutul efectiv al 
articolului şi oferă ca recomandări articole similare unui articol iniţial pe 
baza unor metrici specifice (de pildă: tag-uri, tema articolului, etc). Această 
abordare este cuprinsă în aplicaţia noastră prin recomandările făcute pe bază 
de etichete (tag-uri) şi pe baza trăsăturilor din imagine. Punctul slab al 
acestei abordări este că nu ia în considerare şi partea socială, ce constă în 
modele de similaritate între profilurile de preferinţe ale utilizatorilor. 
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Cea de-a doua modalitate de abordare, filtrarea colaborativă, utilizează 
entităţile din aplicaţie (utilizatori, articole, preferinţe, acţiuni şamd) şi 
recomandă articole pe baza preferinţelor utilizatorilor. Preferinţele  
utilizatorilor pot fi obţinute prin exprimarea lor explicită, prin vot, sau 
implicită, prin studiul comportamentului utilizatorilor. Metodele de filtrare 
colaborativă se pot clasifica la rândul lor în două categorii: (1) metode 
bazate pe utilizator: se folosesc preferinţele utilizatorilor similari pentru un 
articol dat pentru a descoperi recomandări de articole, similaritatea între 
utilizatori determinându-se pe baza preferinţelor exprimate în sistem 
(utilizatorii similari având, informal spus, „aceleaşi gusturi”) ; precum şi (2) 
metode bazate pe articol: se găsesc articolele similare unui articol dat prin 
cuantificarea anumitor aspecte sociale, de pildă faptul că mulţi dintre 
utilizatorii care au preferat articolul dat, au votat pozitiv şi un alt articol.  

2.2.1 Caracteristici ale sistemelor de recomandare  

Sistemele de recomandare sunt caracterizate prin multiple criterii, iar unele 
dintre cele mai importante dintre acestea sunt detaliate în continuare (Riedl, 
Beaupre, Sanders, 2009).  

Transparenţa recomandării reprezintă o calitate prin care sistemul oferă 
o motivaţie pentru recomandarea unui anumit articol (de ex: „Pentru că v-a 
plăcut filmul Naşul, vă recomandăm şi Lista lui Schindler”), iar astfel poate 
creşte încrederea unui utilizator în calitatea algoritmului de recomandare 
utilizat.  

Un alt aspect este legat de explorare versus exploatare. Presupunem 
situaţia în care există două articole care pot fi expuse (recomandate) unui 
grup de utilizatori şi se poate înregistra activitatea pentru un articol iniţial 
expus. Problema la care trebuie să se răspundă este când şi dacă ar trebui să 
fie expus şi al doilea articol, aşa încât impactul dorit asupra utilizatorului să 
fie maxim (ex: număr de vizualizări, volum de vânzări etc), şi este 
cunoscută în inteligenţa artificială ca şi problema „multi-armed bandit” (mai 
multe detalii despre ea în Vermorel şi Mohri, 2004). Problema constă în 
faptul că un jucător are la dispozitie un joc mecanic de tip slotmachine cu 
mai multe variante (manete), iar el doreşte o strategie de tragere a manetelor 
astfel încât să-şi maximizeze profitul total.  

Ghidarea navigării reprezintă problema oferirii unei interfeţe adecvate 
utilizatorului, atunci când există un conţinut foarte vast în cadrul aplicaţiei, 
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pe baza unor tehnici de interacţiune om-calculator, a unor algoritmi 
inteligenţi, a prezicerii intenţiei sau dispoziţiei utilizatorului şamd.  

Prin valorificarea corectă a momentului de timp, un sistem de 
recomandare ţine cont de schimbările pe care trecerea timpului le aduce 
asupra relevanţei unui articol, precum: creşterea interesului pentru articole 
ce privesc evenimente recente, posibilitatea ca sistemul de recomandare să 
asimileze rapid informaţie nouă etc.  

Scalabilitatea sistemului este deosebit de importantă în contextul 
gestiunii de volume mari de date şi în continuă creştere. În plus, algoritmii 
de recomandare sunt în general iterativi, bazaţi pe procesarea extensivă a 
datelor. Sunt de dorit timpi de răspuns mici pentru utilizatorul final, iar în 
acest sens sunt folosite procesări offline, şi în mică parte procesări online, la 
momentul cererii formulate de utilizator.  

Diversitatea constituie, potrivit lui (Linden, 2009), un aspect de dorit în 
unele cazuri de recomandare, atunci când recomandarea de elemente 
aproape duplicate minimizează impactul sau utilizabilitatea sistemului 
pentru utilizator. 

2.2.2 Probleme clasice ale sistemelor de recomandare 

Problema „cold start” apare în cazul utilizatorilor noi ai sistemului, atunci 
când nu există informaţie explicită despre preferinţele acestora pentru a 
produce recomandări. Printre soluţiile posibile se numără: completarea de 
chestionare legate de preferinţe – nerecomandat întrucât un sistem de 
recomandare inteligent ar trebui să ceară explicit cât mai puţine informaţii 
din partea utilizatorului – sau utilizarea de agenţi de învăţare care să 
descopere profilul utilizatorului pe baza acţiunilor realizate de acesta. 
Problema „first rater” este problema echivalentă în cazul articolelor nou 
intrate în sistem, pentru care nu există încă preferinţe exprimate. O soluţie 
viabilă în acest caz este realizarea unui mecanism hibrid de recomandare, 
care poate face recomandări bazate şi pe conţinutul efectiv al unui articol 
pentru a descoperi articole similare. 

În ce priveşte utilizatorul însuşi, apare problema manipulării 
(influenţării) sistemului de recomandare de către un grup mic de utilizatori, 
de exemplu prin comentarii negative la adresa unui articol oferit de 
competitori. În acest sens, trebuie ca sistemul să discearnă şi să elimine 
aceste tentative de manipulare. Trebuie evaluat de asemenea şi impactul 
recomandării, constând în costul furnizării unei recomandări proaste sau 
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omiterii unei recomandări bune, atunci când alegerea unui articol are impact 
important asupra utilizatorului. Problema confidenţialităţii apare în 
condiţiile în care trebuie ca un utilizator să poată evalua recomandările 
primite, dar nu se doreşte ca preferinţele utilizatorilor care au condus la 
elaborarea recomandării să fie publice sau să poată fi determinate prin 
manipularea datelor de intrare ale sistemului.  

2.2.3 Evaluarea sistemelor de recomandare 

Evaluarea performanţelor algoritmilor de recomandare se poate realiza prin 
utilizarea unui spectru larg de metode şi metrici (Shani şi Gunawardana, 
2011).  

O măsură a erorii foarte folosită este root mean square error (RMSE), 
care se calculează pentru preferinţele utilizatorilor prin următoarea formulă: 
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Altă măsurătoare a erorii constă în realizarea mediei diferenţei absolute 

între valoarea reală a preferinţei şi valoarea estimată de sistemul de 
recomandare. 

Evaluarea sistemelor de recomandare se mai poate realiza şi prin 
împărţirea datelor într-un set de antrenare şi un set de testare în maniera în 
care se face şi evaluarea clasificatorilor, desi este o metoda mai puţin 
frecventă. Sistemului îi este prezentat setul de antrenare şi apoi trebuie să 
calculeze preferinţele pentru instanţele din setul de testare. Aceste preferinţe 
sunt comparate cu cele reale şi se obţine astfel un scor de eroare pentru acest 
algoritm. 

Însă nu corectitudinea în întreg setul contează (Linden, 2009), măsurată 
prin RMSE, de exemplu, ci uneori este de dorit minimizarea erorii doar în 
recomandările care intră în „Top N”. Cu alte cuvinte, sistemul de 
recomandare doreste să aibă precizie maximă în determinarea celor mai 
probabile preferinţe şi nu a articolelor mai puţin probabil să fie preferate. 
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2.2.4 Aplicaţii şi lucrări ştiinţifice similare  

Amazon          

Amazon.com foloseşte algoritmi de recomandare pentru a personaliza 
magazinul online pentru fiecare client. Potrivit prezentării oferite, 
algoritmul, cunoscut sub numele Item-to-Item Collaborative Filtering 
(Linden, Smith şi York, 2003), oferă recomandări în timp real, este scalabil 
la un set de date mare şi obţine recomandări bune. Descrierea detaliată a 
soluţiei nu este disponibilă pe internet, dar din diverse documente ce 
prezintă aplicaţia se pot extrage câteva idei, precum şi algoritmul la nivel 
înalt. În loc să creeze profilul utilizatorilor şi să facă seturi de utilizatori 
similari, sistemul de recomandare de la Amazon face legătura între fiecare 
obiect cumpărat de utilizator şi produse notate de utilizatori similari şi apoi 
combină acele produse similare într-o listă de recomandări. Pentru a 
determina cea mai bună potrivire pentru un obiect dat, algoritmul 
construieşte o tabela de obiecte similare, găsind produse pe care 
consumatorii tind să le cumpere împreună. Se poate construi o matrice 
produs-produs iterând toate perechile şi calculând o metrică de similaritatea 
pentru fiecare pereche. Cu toate acestea, multe perechi de produse nu au 
clienţi comuni, şi de aceea abordarea este ineficientă din punctual de vedere 
a timpului de procesare şi al memoriei folosite. Următorul algoritm iterativ 
oferă o abordare mai bună, calculând similaritatea între un singur produs şi 
toate produsele care au o legătură cu produsul de referinţă. 

Fie Produse = { Ii | Ii un produs}, Clienti = { Ci | Ci un client}. 

Fie functiile auxiliare: 

CumparatoriPentru : Produse → PClienti, a.i. 
CumparatoriPentru(Ii)={Ci1...Cij...Cin | Cij, cumparator al produsului Ii}, 

∈∀ iI Produse şi ∈ijC Clienţi.  

CumparateDe : Clienti → PProduse a.i. CumparateDe(Ci)={Ij1...Ijk...Ijm|Ijk a 
fost cumparat de clientul Ci}, ∈∀ iC  Clienţi şi ∈jkI  Produse.  

CalculSimilaritate : Produse x Produse  → [0,1] a.i. CalculSimilaritate(Ii 

, Ik) este rezultatul aplicării unei metrici de similaritate M între două 
produse Ii şi Ik. 
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Functia CalculeazaSimilaritati (Catalog) { 

Fie Asocieri := , Similaritati :=  

Pentru fiecare produs Ii  în Produse { 

 Pentru fiecare client Cij în CumparatoriPentru(Ii)  

  Pentru fiecare produs Ik  în CumparateDe(Cij)  

   Asocieri := Asocieri U {( Ii , Ik)}  

 Pentru fiecare produs Ik  asociat cu Ii   

Similaritati := Similaritati U (Ii , Ik, CalculSimilaritate(Ii , 
Ik)) 

} 

} 
 
Există multe modalităţi de calcul a similarităţii între două produse. O 

metodă des folosită este funcţia cosinus. Se utilizează câte un vector care 
corespunde unui produs (din n produse în total), iar cele m elemente ale 
vectorului corespund notelor acordate de clienţi produsului. Similaritatea 
între două produse se calculează aplicând funcţia cosinus asupra vectorilor 
coresponzători produselor. Din această pricină, calculul offline al tabelei 
similarităţilor între produse implică o complexitate ridicată, O(n2*m). În 
practică ea este de fapt mai aproape de O(n*m), pentru că majoritatea 
clienţilor cumpără un numar redus de produse. Fiind dată o matrice a 
produselor similare, algoritmul găseşte elemente similare pentru fiecare 
produs cumpărat de un utilizator pe baza notelor date de utilizator 
produselor. Acest calcul este mult mai rapid, depinzând doar de numărul de 
produse cumpărate sau notate de utilizator. 

UseNet News 

Sistemul UseNet (Konstan et. al, 1997) doreşte să ofere recomandări 
superioare faţă de ce oferă alte aplicaţii asemănătoare în domeniul ştirilor. 
Studiul pilot realizat la începutul proiectului a arătat că se poate implementa 
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un sistem de recomandări pentru compania UseNet News, însă au apărut 
câteva provocări:  

• Integrarea filtrării colaborative într-un sistem informatic ce conţine 
utilizatori deja definiţi, aplicaţii şi interfeţe şi o arhitectură deschisă 
care suportă mai multe aplicaţii de ştiri. 

• Adresarea naturii dinamice şi distribuite a platformei UseNet News. 
Articolele au o perioadă de viaţă scurtă şi nu există un mediu de 
stocare central pentru toate articolele de ştiri. 

• Utilizarea unui set de note dispersat. 
• Oferirea de performanţe acceptabile pentru utilizator şi oferirea unui 

mecanism de scalare pentru că numărul de utilizatori şi articole este 
în continuă creştere. 

Toate acestea trebuie luate în considerare pentru a calcula utilitatea 
predictivă a proiectului, aşa cum este prezentat şi în (Konstan et. al, 1997). 
Această noţiune se referă la valoarea adusă de calculul unei predicţii pentru 
un element. Utilitatea predictivă este o funcţie pentru calculul relativ al 
cantităţii produselor dorite sau nedorite şi calitatea predicţiilor. Nivelul de 
utilitate al unui obiect este o măsură subiectivă, specifică fiecărui utilizator 
în parte. Tocmai din această cauză, produsele nu pot fi clasificate drept bune 
sau proaste în mod global. 

Autoritatea unui utilizator în sistemele de recomandare 

Hosu şi Trăuşan-Matu (2007) propun o metodă de ordonare  a 
recomandărilor pe baza unui algoritm similar PageRankului, în contextul 
unui sistem de recomandare de imagini.  Se consideră că un utilizator care 
deţine o colecţie de imagini de calitate este mai capabil să aprecieze alte 
imagini de calitate (este o autoritate în materie). Aşadar, un utilizator 
transmite indirect autoritate mai departe altor utilizatori prin marcarea ca şi 
favorite a unor anumite poze ale acestora. Calitatea unei poze este dată de 
suma ponderată a autorităţilor utilizatorilor care au marcat-o ca şi favorită. 
S-a obţinut prin folosirea acestui algoritm o ordonare mai bună a pozelor 
recomandate decât prin criteriul clasic al numărului de favorite exprimate 
pentru o imagine. Termenul obiectiv de comparaţie a fost considerat 
numărul de favorite exprimate pe termen lung pentru acea imagine. 
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Metode de bootstrapping pentru sisteme de recomandare 

Sistemele de recomandare debutează fără informaţii despre utilizatori sau 
itemi. (Olsson, Rudström, 2003) propun o metodă care iniţializează (eng. 
bootstraps) un sistem de recomandare cu un set de profiluri artificiale de 
utilizator. Acestea sunt obţinute prin eşantionarea unui model probabilistic 
construit din cunoştinţe anterioare. Ei au utilizat această tehnică asupra unui 
algoritm de recomandare bazat pe K Nearest Neighbors care realizează 
recomandări pentru filme, obţinând o îmbunătăţire a performanţelor 
algoritmului pentru predicţii singulare. 

2.3 Regăsire de imagini pe baza conţinutului 
Regăsirea de imagini pe baza conţinutului vizual utilizează tehnici de 
detecţie a trăsăturilor vizuale, modalităţi de exprimare a lor prin intermediul 
descriptorilor vizuali şi metrici de similaritate pe baza descriptorilor care 
permit identificarea celor mai apropiate imagini din punct de vedere al 
anumitor aspecte vizuale.  

În acest domeniu, s-au căutat cele mai bune practici pentru identificarea 
conceptelor vizuale din imagini, prin analiza rezultatelor obţinute de 
echipele câştigătoare la ImageClef 2010, LEAR şi XRCE (Mensink et al., 
2010) şi Universitatea din Amsterdam (van der Sande, Gevers, 2010).  De 
acolo, au fost identificaţi descriptorii SIFT - Scale Invariant Feature 
Transform (Lowe, 2004), alături de clasificarea pe bază de SVM şi de 
necesitatea de a combina descriptorii SIFT cu descriptori de culoare pentru a 
include atât elemente de textură şi formă locală, cât şi elemente de culoare 
în calculul similarităţilor. Utilizarea tehnicii bag of visual words şi 
recurgerea la crearea unui vocabular vizual în aplicaţia propusă a fost, de 
asemenea, inspirată de rezultatele deosebite obţinute în competiţie de cele 
două echipe şi nu numai.  

Descriptorul SIFT este folosit cu rezultate foarte bune în acest domeniu 
pentru extragerea de trăsături care sunt, într-o anumită măsură, invariante la 
modificări precum intensitatea luminii, zgomotul în imagine, rotaţie, scalare 
etc. Potrivit lui (Lowe, 2004), procesul de detecţie a acestui tip de trăsături 
implică: 
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• Scale-space extrema detection = detectarea punctelor de interes 

reprezentate de puncte de extrem DoG (diference-of-Gaussian) la 
diferite scări. 

• Localizarea punctelor cheie = puncte de maxim / minim local pentru 
DoG; se compară fiecare pixel din imaginea transformată DoG cu 
cei 8 vecini de la o anumită scală, plus vecinii de la celelalte scale. 

• Asignarea orientării pentru fiecare punct cheie. Se bazează pe 
calculul unei histograme de gradient de orientare în vecinătatea 
punctelor cheie. 

• Generarea de descriptori pentru punctele cheie. Pe baza orientării 
punctelor cheie, descriptorul se obţine ca un set de histograme de 
orientare pe vecinătăţi de 4x4 pixeli. 

2.4 Regăsire de imagini pe baza metadatelor semantice 
Biblioteca RiTa (http://www.rednoise.org/rita/wordnet/) este un API Java 
care oferă acces la ontologia WordNet (Fellbaum, 1998), o bază de 
informaţii lexicale pentru limba engleză foarte cuprinzătoare şi utilizată în 
numeroase proiecte ce implică procesare de limbaj natural.  

RiTa oferă posibilitatea de a regăsi sinonime, antonime, hipernime şi 
hiponime, dar şi holonime, meronime, identificarea celei mai probabile părţi 
de vorbire pentru un cuvânt, nominalizări, suport pentru algoritmul 
Soundex, anagrame, potrivire de sabloane, şamd (Howe, 2009). 

De asemenea, RiTa oferă şi metrici de distanţă între termeni din 
ontologie, funcţionalitate utilizată în prezenta lucrare. 

2.5 Mecanisme de clasificare automată de imagini 
Support vector machines (SVM) (Cortes, Vapnik, 1995) reprezintă un set de 
metode de învăţare supervizată utilizate în clasificare şi regresie. În cele ce 
urmează, se descrie exclusiv partea de clasificare pe baza SVM. Un 
clasificator SVM binar se bazează pe un set de antrenare care conţine 
perechi instanţă  clasă, liyx ii ,...,1),,( =  unde Rxi ∈   reprezintă vectorul 
instanţei în spaţiul de intrare, iar  ly }1,1{ −∈  reprezintă clasa binară aplicată 
instanţei.  
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Problema SVM constă în a găsi un hiperplan care să separe în mod optim 
cele două clase existente în setul de antrenare. Formularea matematică a 
unui clasificator SVM este reprezentată de următoarea problemă de 
optimizare: 

∑
=

+
l

i
i

T

bw
Cww

1,, 2
1min ε

ε
, 

Ţinând cont de constrângerea:  

01))(( , ≥−≥+Φ iii
T

i bxWy εε  
Termenii  iε  reprezintă parametrii utilizaţi pentru gestiunea unei intrări 

care nu este liniar separabilă şi pentru controlarea fenomenului de 
overfitting (degradarea capacităţii de generalizare, deci de clasificare corectă 
a unor instanţe noi). C reprezintă parametrul de penalizare pentru termenul 
eroare (C>0). Funcţia Φ  este utilizată pentru a mapa vectorii de antrenare 
într-un spaţiu de o dimensiune superioară, în care datele sunt liniar 
separabile.   

)()(),( j
T

iji xxxxK ΦΦ≡ reprezintă funcţia kernel. 
Funcţiile kernel cele mai utilizate sunt: kernel liniar, polinomial, radial 

basis function kernel, şi funcţia sigmoidă. Prezentăm în continuare funcţia 
kernel radial basis function (RBF): 

0),||||exp(),( 2 >−−= γγ jiji xxxxK . 
Un clasificator care utilizează funcţia kernel RBF are doi parametri care 

trebuie optimizaţi, anume C şi γ. Optimizarea parametrilor se poate face 
printr-o abordare de tip grid search, o căutare extensivă în anumite intervale 
alese pentru cei doi parametri. Căutarea are ca scop găsirea perechii de 
parametri care maximizează acurateţea în setul de testare. Pentru a 
maximiza potenţialul clasificatorului de a gestiona corect exemple 
necunoscute, se utilizează validarea încrucişată. Validarea încrucişată 
reprezintă o metodă prin care setul iniţial de instanţe se împarte în V părţi 
egale, şi la fiecare pas, se realizează antrenarea pe bază a V-1 părţi din setul 
de instanţe şi testarea pe bază părţii rămase. 

Clasificarea SVM poate fi făcută în cazul a două clase, cazul unui 
clasificator binar, pentru o singură clasă (OneClass SVM) – utilizat în 
detecţia anomaliilor, pentru mai multe clase disjuncte (multi-class), unde o 
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instanţă aparţine unei clase unice şi pentru mai multe clase cu suprapunere, 
numite etichete (multi-label), unde o instanţă poate avea mai multe etichete. 

Examinăm două abordări în clasificarea multi-class: one-versus-one şi 
one-versus-all.  

Abordarea one-versus-one presupune reducerea problemei de clasificare 
multi-class la o suită de probleme de clasificare binară, în care se 
construiesc N*(N-1)/2 clasificatoare binare (unde N reprezintă numărul total 
de clase). Un clasificator permite antrenarea fiecărei perechi de clase („una 
contra una”). Pentru stabilirea clasei pentru o instanţă dată, se utilizează o 
metodă de votare, prin care fiecare clasificator acordă un vot clasei pe care o 
prezice pentru această instanţă. Clasa cu cele mai multe voturi este 
câştigătoare şi devine clasa finală prezisă pentru instanţă. 

Abordarea one-versus-all presupune antrenarea a N clasificatori care 
clasifică o clasă faţă de toate celelalte clase („una contra restului”).  
Clasificarea unei instanţe se va baza pe prezicerea acelei clase care 
maximizează marginea dintre instanţă şi planul antrenat de separaţie al 
clasificatorului. 

3 Descrierea sistemului propus 
Aplicaţia are ca scop obţinerea de imagini similare dintr-un set numeros, 
folosind informaţia semantică asociată imaginilor prin etichetele asignate de 
utilizatorii Flickr (www.flickr.com), informaţia socială definită de relaţia 
dintre utilizatori şi imaginile similare (pe baza listelor de poze favorite), 
trăsături vizuale identificate din imaginea propriu-zisă, precum şi metode de 
clasificare automată. 

Funcţionalităţile incluse în aplicaţia realizată sunt reprezentate de 
mecanisme pentru detecţia trăsăturilor vizuale din imagini, analiză 
semantică folosind ontologia WordNet şi a bibliotecii Rita, precum şi 
utilizarea platformei Taste din cadrul bibliotecii Apache Mahout ca bază 
pentru dezvoltarea sistemului de recomandare şi pentru realizarea filtrării 
colaborative. Mai multe detalii despre Taste şi modul în care se pot îmbina 
funcţionalităţile acestuia pentru realizarea unui sistem de recomandare 
personalizat se găsesc în (Adjiman, 2009) şi în (Ingersoll, 2009). Alte 
funcţionalităţi auxiliare sunt reprezentate de generarea de descriptori vizuali 
pentru stocare locală,  indexarea imaginilor şi a trăsăturilor descoperite, 
mecanisme de calcul de similarităţi între imagini pe baza trăsăturilor, 
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mecanisme de ordonare pe baza combinării mai multor tipuri de măsuri, 
precum şi mecanisme de clasificare a imaginilor pe baza trăsăturilor vizuale 
din imagini.  

Rezumăm mecanismele de recomandare oferite: 
• Vizualizarea recomandărilor bazate pe imagine folosind o 

combinaţie a următoarelor aspecte: 
- Social – filtrare colaborativă bazată pe articol; 
- Semantic – conţinut semantic folosind etichetele imaginii şi 

metrici de similaritate oferite de RiTa; 
- Vizual – conţinut vizual al imaginii şi metrici de similaritate 

vizuală oferite de biblioteca LIRE (Lux, Savvas, 2008), utilizată 
în cadrul proiectelor Caliph şi Emir (Lux, 2009) - două biblioteci 
Java pentru adnotarea şi regăsirea imaginilor folosind adnotări 
sub formă de grafuri semantice şi regăsirea imaginilor pe baza 
descriptorilor din standardul MPEG-7 
(http://mpeg.chiariglione.org/standards/mpeg-7/mpeg-7.htm); 

- Clasificare automată – se utilizează clasificatorul SVM pentru a 
prezice clasa imaginii şi a o asocia cu imagini aflate în aceeaşi 
clasă. 

• Vizualizarea recomandărilor bazate pe profil (filtrare colaborativă 
bazată pe utilizator) 

• Vizualizarea recomandărilor bazate pe context – realizată pentru un 
utilizator autentificat în momentul în care vizualizează o imagine. 
Acest tip de recomandare utilizează conţinutul imaginii (ţinând cont 
de cele patru aspecte menţionate anterior) şi filtrare colaborativă 
bazată pe utilizator. 

3.1 Componentele aplicaţiei 
Prezentăm în continuare diagrama arhitecturală a aplicaţiei propuse. 

Interfaţa externă a sistemului propus este asigurată de un serviciu web 
SOAP implementat în Java şi rulat utilizând un motor de servicii web 
Apache Axis2.  

În ce priveşte partea de client, un utilizator poate accesa sistemul printr-un 
browser având instalat un script dedicat (eng. userscript), care realizează 
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comunicaţia cu serviciul web expus de sistem. Scriptul, realizat în 
JavaScript, foloseşte apeluri Ajax pentru a obţine pozele recomandate într-
un anumit context, pagina Flick vizualizată, şi pentru a le integra în pagină 
într-un mod transparent pentru utilizator. 

 
Figura 1. Arhitectura aplicatiei propuse 

De asemenea, componentele pe partea de server ale aplicaţiei sunt găzduite 
de serverul de aplicaţii Apache Tomcat 6. Detaliile despre aceste 
componente sunt oferite în continuare. 

3.1.1 Modulul ETL şi baza de date de imagini  

Pentru a demonstra funcţionalitatea aplicaţiei noastre am ales ca bază de 
obţinere a datelor necesare aplicaţia Flickr. Obţinerea informaţiilor şi 
salvarea lor local s-a realizat folosind un crawler web iniţializat cu pozele 
încărcate în Flickr într-o zi dată şi care foloseşte relaţiile între utilizatori şi 
imagini, alternând extragerea utilizatorilor care au preferat pozele existente 
cu pozele preferate de utilizatorii extraşi, cu scopul de a completa cât mai 
eficient profilurile de preferinţe ale utilizatorilor. Informaţiile legate de 
utilizatori, lista lor de contacte, pozele încărcate, pozele favorite, poze 
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încărcate, etichete asociate sunt extrase de acest crawler, transformate şi 
încărcate într-o bază de date MySQL. 

Pe lângă informaţiile sociale menţionate anterior, s-au salvat local 
imaginile pentru realizarea extragerii trăsăturilor vizuale. Pentru aceasta, 
există o componentă care extrage câte un identificator de imagine din baza 
de date, obţine URL-ul imaginii din Flick şi descarcă imaginea. 

3.1.2 Extragerea trăsăturilor vizuale din imagine 

Pentru extragerea trăsăturilor din imagine, am folosit metodele 
implementate deja în sistemul LIRE, astfel avem indecşi creaţi pentru 
ColorLayout, ColorHistogram, SIFT, histograme bazate pe SIFT. Biblioteca 
LIRE conţine o gamă largă de descriptori ce pot fi folosiţi pentru a obţine o 
informaţii cât mai detaliate privind elementele din imagine. Numeroşi 
descriptori vizuali sunt descrişi şi în lucrarea (Deselaers, Keysers, Ney, 
2007). 

Pe baza descriptorului SIFT se crează mai departe un model de tipul 
„visual words”. Descriptorii SIFT sunt separaţi în clustere folosind un 
algoritm K-Means, astfel obţinându–se un vocabular de K clustere, similare 
unor „termeni vizuali”. Imaginea este apoi descrisă printr-o histogramă a 
frecvenţei cu k elemente (bins), câte unul pentru fiecare cluster. 

De asemenea, a fost implementat un algoritm de „piramidă spaţială”, 
descris în (Lazebnik, Schmid, Ponce, 2006) pentru a obţine o descriere 
spaţială a trăsăturilor SIFT descoperite în imagine. Acest algoritm poate fi 
folosit şi pentru a descoperi forme în imagini, utilizând detectorul de muchii 
Canny, aşa cum este prezentat în (Boch, Zisserman, Munoz, 2007). 

Un alt descriptor folosit este ColorLayout. Acesta este inclus în 
standardul MPEG-7 şi descrie culorile dintr-o imagine şi localizarea 
acestora. De asemenea, un descriptor bazat pe culoare utilizat este 
descriptorul uzual histograma de culoare, pe baza spaţiului de culori RGB. 

3.1.3 Componenta de clasificare SVM  

Pentru predicţia clasei unei anumite imagini, s-a realizat antrenarea unui 
clasificator SVM. Clasificatorul se bazează pe un set de imagini de 
antrenare reprezentate printr-un set de descriptori vizuali, pe de o parte, şi pe 
informaţii despre clasa asociată fiecărei imagini. 
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S-a utilizat un clasificator SVM multi-class, cu kernelul radial basis 

function. Pentru realizarea proceselor de antrenare şi predicţie s-a recurs la 
biblioteca LIBSVM. Mai multe detalii legate de elementele conţinute în 
librărie sunt prezentate în (Chang, Lin, 2001). Parametrii C şi γ au fost 
optimizaţi printr-o căutare de tip grid search şi validare încrucişată, 
folosindu-se utilitarul de selecţie a parametrilor oferit de LIBSVM. În ce 
priveşte abordarea problemei multi-class, s-a utilizat metoda one-versus-one 
pusă la dispoziţie de LIBSVM şi o implementare proprie a metodei de 
antrenare pentru clasificarea one-versus-all.  

Componenta auxiliară de antrenare a clasificatorului, care realizează 
pregătirea şi formatarea setului de date de antrenare şi de testare, a fost 
realizată în Java. Componenta extrage descriptorii vizuali din indecşii 
Lucene (http://lucene.apache.org) creaţi şi îi stochează într-un fişier cu 
formatul compatibil LIBSVM. Pentru antrenarea şi testarea clasificatorului, 
a fost utilizat setul de date MIRFlickr (Huiskes, Lew, 2008), un set folosit şi 
în cadrul competiţiei internaţionale ImageClef, disponibil la adresa 
http://press.liacs.nl/mirflickr/. MIRFlickr conţine un set de un milion de 
imagini descărcate din Flickr, împreuna cu etichetele şi cu metadatele EXIF 
(mai multe detalii la http://www.exif.org), şi adnotate manual cu un set 
consistent de etichete. Componenta de antrenare realizează şi accesul la 
setul utilizat din MIRFlickr şi realizează procesarea adnotărilor oferite 
pentru acestea şi selecţia subsetului de imagini pentru antrenare şi testare.  

3.1.4 Componenta de indexare 

Componentele de extragere de trăsături vizuale din imagine şi cea de 
indexare sunt executate secvenţial. Metadatele calculate pentru fiecare 
imagine în parte sunt salvate în indecşi Lucene, integraţi în proiectul LIRE. 
Indexul rezultat conţine informaţii pentru descriptorii menţionaţi anterior, 
plus pentru descriptorul implementat de noi pentru localizarea trăsăturilor 
SIFT.  

În cadrul acestei componente, se realizează calculul şi indexarea 
trăsăturii „Spatial Pyramid” menţionată mai devreme. Alegerea acestei 
trăsături s-a bazat pe faptul că include informaţii despre localizarea 
trăsăturilor în imagine, astfel permiţând realizarea calculelor de similaritate 
între imagini ţinând cont de aspecte de asemănare locală, în anumite regiuni 
ale imaginii. Piramida implementată are trei niveluri de adâncime, obţinând 
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astfel un grad mai mare de detaliu decât în cazul calculării histogramei 
clasice de trăsături SIFT. 

Paşii algoritmului de extragere a descriptorului de piramida spaţială sunt: 

1. Calculul trăsăturilor SIFT; 

2. Aplicarea unui algoritm de clusterizare pentru delimitarea trăsăturilor în 
clustere; 

3. Calculul histogramei pentru nivelul 0, care constă în reprezentarea 
numărului de apariţii al fiecărui cluster în parte; 

4. Împărţirea imaginii în 4 părţi egale şi calculul histogramei pentru fiecare 
cadran, luând în calcul trăsăturile ce sunt localizate în interiorul acestuia; 

5. Împărţirea fiecărui cadran în alte 4 părţi egale şi repetarea procedeului 
până la atingerea adâncimii stabilite; 

6. Stocarea într-un index a piramidei conţinând histogramele rezultate, sub 

forma unui vector de dimensiune )14(
3
1 1 −+LM , unde M reprezintă  

numărul de trăsături extrase şi L reprezintă  indicele ultimului nivel 
(L=2). Înainte de salvare, în vector avem: histograma de la nivelul 0 pe 
primele M poziţii, de la poziţia M+1 la 4 * M  avem histograma de la 
nivelul 1 şi în continuare histograma de la nivelul 2. 

Extragerea trăsăturilor SIFT şi calculul clusterelor sunt preluate din 
librăria LIRE.  

3.1.5 Componenta de recomandare 

Ca şi în cazul extragerii de trăsături şi indexării acestora am folosit pentru 
recomandare şi algoritmii deja existenţi. 

Analiza socială 
Pentru partea de analiză  socială, realizată prin aplicarea  filtrării 
colaborative, sistemul propus utilizează coeficientul Tanimoto, care 
reprezintă coeficientul Jaccard extins pentru vectori cu componente binare 
(detalii în Tan şi Steinbach, 2005). În cadrul bibliotecii Taste, coeficientul 
Tanimoto se foloseşte pentru calculul de preferinţe booleene (valoarea 
binară constând în prezenţa / absenţa preferinţei exprimate pentru articol), 
prin următoarea formulă, unde A şi B reprezintă vectorii de preferinţe în 
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spaţiul  articolelor, care au fiecare N elemente binare, unde N este numărul 
total de articole: 

BABA
BABAT

⋅−+
⋅= 22 ||||||||

),(  

Platforma de recomandare a fost realizată prin intermediul extinderii 
facilităţilor oferite de biblioteca Taste, mai exact, prin derivarea de noi clase 
cu funcţionalitate specifică pentru clase de recomandare şi similarităţi de 
articole.  

Analiza vizuală 

Pentru obţinerea de recomandări pe baza piramidei spaţiale SIFT am utilizat 
o metodă de calcul al similarităţii pentru obţinerea celor mai bune rezultate.  

Similaritatea la nivel de piramidă este văzută ca suma similarităţilor 
pentru fiecare trăsătură în parte ce a fost extrasă din imagine: 
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Similaritatea între două imagini X şi Y este definită ca o suma ponderată 
a similarităţii pe fiecare nivel al piramidei: 
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ponderea fiecărui nivel este calculată prin lL−2
1 , fiind invers 

proporţională cu dimensiunea (lăţimea) cadranelor de la acel nivel. 
În final, similaritatea pentru o trăsătura pentru un nivel este calculată ca 

suma minimului de apariţii a clusterului din care face parte acea trăsătură. 
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Se calculează această similaritate între poza din interogare şi celelalte din 
index şi se vor afişa utilizatorului un număr prestabilit de imagini în ordinea 
relevanţei, adică în ordine descrescătoare a similarităţilor. 

Analiza semantică 

Pentru recomandarea semantică se folosesc etichetele asociate imaginii de 
referinţă şi a celorlalte şi se calculează gradul de asemănare între acestea. 
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Distanţa semantică între etichete este oferită de biblioteca RiTa care, la 
rândul ei, foloseşte ontologia WordNet pentru a avea acces la termeni şi la 
legăturile dintre ei. Măsura finală între etichetele asociate imaginii din 
interogare T1 şi a unei imagini T2 este 
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)),((max
||*||
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21
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unde t1 aparţine mulţimii etichetelor asociate imaginii originale, iar t2 
aparţine mulţimii etichetelor imaginilor candidate a fi recomandate.  

Distanţa între doi termeni, dist(t1,t2), inversa similarităţii, este calculată 
folosind RiTa. Această metodă foloseşte „arborele” sub care sunt 
reprezentate cuvintele în WordNet, considerând nodurile ca reprezentând 
conceptele, cuvintele, iar arcele reprezintă relaţiile definite în ontologie.  

Procesul de ordonare 

Acest proces presupune ordonarea imaginilor în ordine descrescătoare a 
similarităţii faţă de imaginea de interogare.  

Similaritatea pe baza descriptorilor vizuali se realizează prin mecanisme 
de calcul a distanţei oferite în cadrul LIRE între imaginea de interogare (q) 
şi imaginea testată (i). Similaritatea este reprezentată de inversa distanţei, 
precum în ecuaţia următoare (adăugarea unei unităţi la numitor evită 
diviziunea cu zero):  

1),(
1),(

+
=
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visual
visual  

Similaritatea pe baza categoriei (clasei) imaginilor este o funcţie binară 
de similaritate, care ia valoarea 1 când clasele celor 2 imagini coincid şi 0 
altfel. În condiţiile în care clasa nu se cunoaşte pentru imaginea i, ea este 
prezisă cu ajutorul clasificatorului, altfel se foloseşte clasa cunoscută. 

După ce se determină atât similarităţile pe baza vizuală, socială şi 
semantică, precum şi pe baza categoriei, se utilizează un mecanism de 
ponderare a acestora. Formula utilizată în ordonare este o formulă 
ponderată, cu ponderi stabilite experimental. Scorul final al similarităţii între 
două poze q şi i este dat de formula următoare, iar astfel imaginile cu cele 
mai mari scoruri sunt întoarse ca imagini recomandate. 



42 Maria Roditis, Andreea Tabacariu, Ştefan Trăuşan-Matu 

 

),(*),(*
),(*),(*),(

iqScorewiqScorew
iqScorewiqScorewiqScore

clasifclasifsemsem

socsocvizviz

++
+=

 

3.2 Rezultate experimentale 

3.2.1 Rezultatele componentei de clasificare 

Subsetul din setul de date MIRFlickr care a fost utilizat pentru antrenarea şi 
testarea clasificatorului SVM include aproximativ 400 de imagini, 
cuprinzând imagini din 4 clase distincte: tree, night, sea, flower, fiind 
aproximativ egal reprezentate în setul de date. S-a realizat o variantă de 
clasificare multi-class, bazată pe abordarea one-versus-one şi o variantă de 
clasificare multi-label, bazată pe aplicarea abordarii one-versus-all şi 
cumularea etichetelor rezultatele. 

Tabel 1. Sumarul performanţelor celor patru experimente de clasificare one-versus-one 

Nr. 
Crt. 

Trăsături Nr Atribute Parametrii optimi ai 
clasificatorului

Acurateţe la 
testare 

1 Histograma SIFT cu 32 bins 32  C = 32768.0 

γ = 0.0078125  

41.1% 

2 ColourLayout 118  C = 32.0,  

γ = 0.000488 

51.6% 

3 ColourHistogram 512  C = 0.03125,  

γ = 0.00781  

25.6% 

4 ColorLayout + Histograma SIFT 
(32 bins) 

150 
(118+32)  

C = 512.0,  

γ =3.05e-05 

53.3% 

 
În varianta one-versus-one, s-a extras un set de imagini de circa 400 de 

imagini, cu condiţia ca o imagine să nu aibă decât una dintre cele 4 etichete, 
câte 100 de imagini pentru fiecare clasă. Subsetul de date a fost împărţit în 
set de date de antrenare (75%) şi set de date de testare (25%). S-au indexat 
imaginile din setul de antrenare şi cel de testare şi s-a generat fişierul de 
intrare în formatul compatibil cu LIBSVM. Antrenarea a fost realizată prin 
instrumentul de selecţie automată a parametrilor oferit de LIBSVM, 
utilizând scalarea automată a datelor de intrare şi validarea încrucişată. 
Sumarul rezultatelor clasificării prin cele patru experimente one-versus-one 
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este prezentat în tabelul 1, evidenţiindu-se numărul de atribute utilizate în 
clasificare, precum şi cei doi parametri optimi ai clasificatorului – C, 
factorul de penalizare şi γ, parametrul kernel-ului RBF.  

Metoda one-versus-all a fost a doua variantă de clasificare utilizată, în 
care se antrenează câte un clasificator pentru fiecare clasă, care să discearnă 
între instanţele aparţinând clasei şi instanţele celorlalte clase. Pentru o 
instanţă necunoscută, clasa finală este dată de clasificatorul cu răspunsul cel 
mai puternic pe baza funcţiei de decizie. Am utilizat conceptul one-against-
all pentru a realiza un experiment multi-label în care o imagine primeşte 
etichete doar de la clasificatorii care clasifică instanţa ca instanţă pozitivă 
pentru acea etichetă. 

Pentru a compara performanţele obţinute prin cele două abordări, s-a 
utilizat tot un set de aproximativ 400 de imagini, care au avut 1-2 etichete 
din cele 4 (tree, night, sea, flower) şi s-au creat 4 fişiere de intrare LIBSVM, 
câte unul pentru fiecare etichetă. Am folosit trăsăturile vizuale (Color 
Layout şi histograma SIFT) din experimentul cel mai bun (nr. 4) obţinut în 
abordarea multi-class one-versus-one. Rezultatele experimentului sunt 
redate în continuare. 

Tabel 2. Sumarul performanţelor experimentului one-versus-all  

Nr. 
Crt. 

Clasa Rezultat Acurateţe la testare 

1 Flower C=2.0, γ =0.03125, 
acurateţe la antrenare = 75.7% 

74.7% (71/95) 

2 Night C=8.0, γ=0.0078125, 
acurateţe la antrenare = 77.0% 

75.8% (72/95) 

3 Sea C=2.0, γ=0.03125,  
acurateţe la antrenare = 81.0% 

80.0% (76/95) 

4 Tree C=0.03125, γ =0.0078125, 
acurateţe la antrenare = 73.3% 

76.8% (73/95) 

 
Din tabelul nr. 2, se observă că prin abordarea one-versus-all s-a obţinut 

o acurateţe mai bună decât cea obţinută în experimentul nr. 4 din abordarea 
one-versus-one (tabelul 1). S-au obţinut patru modele SVM distincte, fiecare 
constând într-un clasificator binar pentru o anumită clasă. Se poate propune 
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un algoritm de predicţie pentru a îndeplini sarcina de adnotare multi-label, 
anume realizarea predicţiei prin intermediul celor patru clasificatoare binare.  

În urma experimentelor realizate, s-a observat că descriptorul de 
distribuţie spaţială a culorii (ColorLayout) a avut rezultate mai bune în 
clasificare, singur, decât experimentul bazat doar pe descriptori SIFT, lucru 
care se explică prin uniformitatea imaginilor din anumite clase (ex: night, 
sea). Cele mai bune rezultate au fost obţinute prin combinarea descriptorului 
de distribuţie spaţială a culorii cu histogramele SIFT. Această combinaţie 
permite alăturarea informaţiei despre puncte de interes SIFT cu informaţia 
de culoare, care nu este surprinsă în descriptorul SIFT. Descriptorul 
histogramă de culoare în spaţiul RGB, un descriptor foarte comun, a avut 
cele mai proaste performanţe. Acest rezultat îşi găseşte explicaţia în faptul 
că descriptorul nu ţine cont de distribuţia spaţială a culorilor în imagine şi 
realizează astfel o reprezentare globală a imaginii, fără localizarea culorii. 

Experimentul de clasificare one-versus-all a fost mult mai performant 
decât cel mai bun experiment one-versus-one, lucru ce se justifică prin 
faptul că, în abordarea one-versus-all, clasificatorii înregistrează diferenţele 
dintre o clasă ţintă şi toate celelalte clase, în vreme ce în abordarea one-
versus-one, clasificatorii fac discernerea doar între 2 clase, pierzând din 
performanţă deoarece nu izolează factorii global discriminativi pentru o 
clasă dată. 

3.2.2 Rezultatele recomandării 

În ce priveşte sistemul de recomandare, s-a utilizat un set de date extras din 
Flickr pe baza API-ului Flickr şi a modulului ETL. Setul de date extras 
conţine circa 3000 de imagini, pentru care în baza de date au fost introduse 
informaţii despre etichetele imaginilor, preferinţele exprimate de utilizatori 
asupra acestora şi informaţii despre aceşti utilizatori, împreună cu informaţii 
despre cei care au încărcat imaginile. 

Pentru stocarea trăsăturilor vizuale, s-a realizat un index Lucene 
conţinând descriptorii: ColorHistogram (RGB), ColorLayout, trăsături SIFT, 
histograma SIFT prin clusterizare folosind K-Means, descriptorul de 
piramidă spaţială pe baza de SIFT (eng. spatial pyramid matching).  

În tabelul 3 sunt prezentate exemple de recomandări în funcţie de diverse 
criterii. Rezultatele obţinute doar pe baza criteriilor semantice au fost 
imagini similare la nivel conceptual şi mai puţin ca aspect vizual general. 
Recomandarea bazată pe piramida SIFT a produs imagini cu elemente locale 
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asemănătoare, dar cu similaritate redusă la nivel global. Recomandările care 
au combinat distribuţia spaţială a culorii cu filtrarea colaborativă au produs 
imagini mai asemănătoare la nivel global cu imaginea sursa. În sfârşit, 
recomandările care au combinat toate trăsăturile disponibile - social, 
semantic, distribuţie spaţială a culorii şi clasificator de imagini pe baza 
trăsăturilor vizuale - au obţinut în general imagini cu temă conceptuală şi 
vizuală similară. Introducerea criteriului social a promovat în lista 
recomandărilor şi imagini mai puţin asemănătoare vizual, dar prezise ca 
interesante pentru utilizator, pe baza procesării preferinţelor altor utilizatori 
din sistem.  

Tabel 3. Exemple de recomandări realizate 

 Semantic 

Piramida spaţială pe baza SIFT 

 

 
Filtrare colaborativă + ColorLayout 

 
Social + Semantic + ColorLayout + 
Clasificator pe baza trăsăturilor 
vizuale 

 
S-a putut remarca experimental că detecţia tipului de scenă dintr-o 

imagine duce la furnizarea de recomandări mai credibile, datorat faptului că 
se încearcă recomandarea de imagini din aceeaşi clasă ca şi imaginea sursă. 
În timp ce recomandarea pe baza informaţiilor de nivel jos, pur vizuale, nu 
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implică nici o evaluare a înţelesului scenei, ci doar a componentelor tehnice 
(culoare, formă, textură), recomandarea care se bazează şi pe clasa imaginii 
aduce o informaţie semantică preţioasă. 

Astfel, pornindu-se de la o imagine de interogare, sistemul a comparat 
clasa prezisă pentru imaginea sursă cu clasele (prezise sau cunoscute) ale 
imaginilor candidate pentru recomandare şi a selectat imaginile cele mai 
similare vizual, social şi semantic, dar din aceeaşi clasă cu imaginea sursă. 
Scorurile sociale, vizuale şi semantice, alături de coinciderea clasei imaginii 
sursă cu imaginea candidată, se calculează independent şi se ponderează 
într-o similaritate finală. Rezultatele obţinute astfel urmăresc aşadar mai 
multe criterii pentru a obţine imagini potrivite cu interesul de moment al 
utilizatorului şi interesul general, dat de profilul de preferinţe pe termen 
lung. 

În ce priveşte evaluarea performanţelor componentei de recomandare 
implementate, o evaluare cantitativă a componentei este îngreunată 
semnificativ de caracterul particular al preferinţelor pentru imagini din 
Flickr - de tip boolean, caz în care doar existenţa preferinţei pentru o poză 
este indicată, iar absenţa preferinţei poate exprima în mod egal fie un vot 
negativ, fie că utilizatorul nu a văzut sau evaluat imaginea respectivă. Acest 
fapt impune mari dificultăţi în găsirea unei metode pertinente de evaluare. O 
metodă clasică în ce priveste sistemele de recomandare presupune 
eliminarea unor N preferinţe dintre cele cunoscute pentru un utilizator şi 
verificarea faptului că, dacă aceste preferinţe se regăsesc apoi în cele mai 
bune N recomandări făcute de sistem pe baza preferinţelor neeliminate. Însă, 
având în vedere cantitatea încă limitată de date şi numarul mic de preferinţe 
existente per utilizator în cadrul setului de date de test extras pentru 
platforma demonstrativă a sistemului propus, se aşteaptă ca utilizarea unei 
astfel de metode să furnizeze rezultate neconcludente.  

Etapa următoare a dezvoltării sistemului are în vedere obţinerea unui set 
mai cuprinzător de date şi explorarea şi determinarea unor metrici de 
evaluare cantitativă eficiente pentru aceste tipuri de sisteme de recomandare. 

4. Direcţii de dezvoltare viitoare 
Pentru îmbunătăţirea rezultatelor se poate încerca în faza de preprocesare a 
imaginilor extragerea de descriptori SIFT la scări multiple. Tot în aceeaşi 
fază, se poate încerca extragerea de trăsături prin „dense sampling”, 
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constând în selecţia unei mostre din imagine la fiecare X pixeli distanţă. 
Această metodă ar îmbunătăţi recunoaşterea de imagini uniforme din care 
nu se pot extrage multe puncte de interes. Utilizarea unui descriptor de 
culoare local îmbinat cu dense sampling, poate îmbunătăţi performanţele 
clasificatorului.  

Gruparea utilizatorilor prin metode de clustering pentru a optimiza viteza 
de calcul al recomandărilor în cazul filtrării colaborative este văzută de 
asemenea ca o posibilă îmbunătăţire. Adăugarea de transparenţă în 
recomandarea dată utilizatorului, pe lângă imaginile recomandate, care să 
prezinte utilizatorului mai multe informaţii referitoare la motivaţia pentru 
care o anumită recomandare i-a fost oferită.  Dezvoltarea unui sistem prin 
care utilizatorul să poată da feedback pentru recomandările primite şi 
sistemul să se adapteze la aceste elemente este un alt aspect care poate 
aduce îmbunătăţiri. 

5. Concluzii 
Lucrarea trece în revistă  starea curentă de dezvoltare a domeniului de 
regăsire de imagini în funcţie de conţinutul vizual şi prezintă o adaptare a 
acestei probleme intens documentate în literatura de specialitate în alt 
domeniu de interes, apropiat, reprezentat de sistemele de recomandare.  

În cadrul aplicaţiei, au fost analizate cele două mari categorii de 
recomandări, anume recomandări bazate pe conţinut, respectiv prin filtrare 
colaborativă. Au fost studiate măsuri de similaritate specifice fiecărui tip de 
analiză şi au fost rafinate pentru a implementa o aplicaţie de recomandare de 
imagini, plecând de la sistemul Flickr. Aplicaţia propusă oferă utilizatorilor 
Flickr patru operaţii de recomandare de bază: similaritate vizuală, folosind 
descriptorul de culoare ColorLayout împreună cu o soluţie implementată de 
noi „Spatial Pyramid”, tehnici de recomandare semantică, folosind 
etichetele asociate imaginii şi o bibliotecă peste ontologia WordNet pentru a 
aplica o măsură de similaritate între etichete, recomandare folosind filtrarea 
colaborativă, cu ajutorul bibliotecii Taste şi de asemenea folosirea unui 
clasificator pentru obţinerea de imagini din aceeaşi categorie pe baza 
elementelor vizuale. 

În ce priveşte recomandarea pe bază de conţinut vizual, s-au căutat cele 
mai bune practici pentru identificarea conceptelor vizuale din imagini prin 
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studiul rezultatelor înregistrate la competiţiile ImageClef 2010 şi 2009. De 
acolo, au fost identificaţi descriptorii SIFT, alături de clasificarea pe bază de 
SVM şi de necesitatea de a combina descriptorii SIFT cu descriptori de 
culoare pentru a include atât elemente de textură şi formă locală, cât şi 
elemente de culoare în calculul similarităţilor. Utilizarea tehnicii bag of 
visual words şi recurgerea la crearea unui vocabular vizual în aplicaţia 
propusă a fost, de asemenea, inspirată de rezultatele deosebite obţinute de 
LEAR şi XRCE şi Universitatea din Amsterdam.  

În concluzie, prin studiile realizate şi implementarea aplicaţiei propuse, 
am putut evalua beneficiile şi, mai ales, utilitatea deosebită a unui sistem de 
recomandare, în condiţiile în care spaţiul de căutare este foarte vast şi greu 
de explorat pentru utilizator. 
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