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Rezumat. Vandalismul a fost mereu una dintre cele mai mari probleme ale Wikipedia, insa
existad putine solutii automate de rezolvare a acesteia. Voluntarii petrec mult timp corectand
articolele vandalizate, timp care ar putea fi folosit pentru a imbunatati Wikipedia in alte
moduri. Scopul acestei lucrari este de a propune un sistem nou de detectie a vandalismului
bazat pe invatare automata de la un corpus adnotat de articole vandalizate si de a-i analiza
perfomantele. Mediul de lucru al acestei aplicatii este unul foarte apropiat de realitate,
intrucét lucreaza pornind de la wikitext extras direct din baza de date a enciclopediei [1i
adnotat de catre experti, care este folosit pentru evaluarea standard a aplicatiilor pentru
detectia vandalismului pe Wikipedia. In ultima parte a lucririi, vom realiza o analizi critica
a performantelor obtinute, facand referire la solutii deja existente si vom incerca sa
maximizdm eficienta algorimului de detectie folosind diverse metode de clasificare
statistica.
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1. Introducere

Wikipedia este o enciclopedie online colaborativa, bazatd pe articole, pe
care orice persoand cu acces la Internet o poate edita. Modificarea unui
articol are In majoritatea cazurilor scopul imbunatatirii acestuia prin
inserarea de completiri sau corectdri obiective si constructive. In multe
cazuri, proprietatea de enciclopedie deschisd (in englezd openness) a
Wikipedia permite editorilor cu intentii rduvoitoare sa modifice in sens
negativ un articol sau sa introducd unul cu caracter de spam (continut
nesolicitat sau irelevant).

Orice modificare a unui articol de pe Wikipedia poartd numele de editare
iar starea unui articol la un moment dat se numeste revizie (in engleza edit).
Wikipedia implementeaza mecanisme de pastrare a tuturor informatiilor
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despre revizie si utilizatorul care 1-a realizat, precum si despre toate starile
articolului in timp, ca urmare a editarilor repetate.

Lucrarea de fatd are ca scop realizarea unui sistem software de
interactiune cu Wikipedia, capabil sa analizeze partile componente ale unui
articol (in special ale unei revizii) si sa identifice trasaturi care ar ajuta la
separarea cat mai buna a editarilor rdu-intentionate de cele constructive.
Metodele oficiale aplicate in prezent sunt: urmarirea de catre utilizatori a
articolelor si anularea manuald a editarilor sau folosirea unor programe
specializate automate de detectie a vandalismului.

Vandalismul pe Wikipedia poate fi definit ca o actiune rau infentionatd a
unui utilizator care duce la modificarea starii unui articol pe Wikipedia,
avand un impact negativ asupra articolului si comunitatii de cititori. Trebuie
facutd foarte bine diferenta intre vandalism si actiuni bine intentionate, dar
cu impact negativ.

Wikipedia a adoptat un sistem ajutator de prevenire a vandalismului prin
introducerea unor sisteme automate numite boti (prescurtare de la roboti)
care raspund la comenzi umane (ale administratorilor) i anuleaza edit-uri
malitioase, raporteazd rezultate obtinute sau detecteazd intentii ale
utilizatorilor de mascare a adresei IP prin folosirea de proxy-uri (servicii de
retele care mascheaza accesul la o retea sau adresa reald a unui calculator).

Problema se poate formula ca o sarcind ce consta n separarea unui set de
date de intrare in doud categorii: o categorie a editarilor curate (sau bine-
intentionate) si cealaltd a editarilor vandalizate (sau rau-intentionate). Vom
defini reguli care sa determine cu un grad cat mai nalt de incredere daca o
revizie este rezultatul unui act de vandalism §i sa implementam un sistem ce
separd datele intr-un timp cat mai scurt §i cu rezultate cat mai precise.
Pentru aceastd problema de separare a datelor se va folosi o solutie clasica
in domeniul mineritului de date si a invatarii automate, $i anume incadrarea
acestora 1n seturi distincte, in urma aplicarii unui clasificator.

In decursul ultimilor ani au fost incercate mai multe implementiri de
solutii ce rezolva aceastd problema. Acestea folosesc diverse metode si
abordari, iar rezultate precum cele obtinute de Itakura si Clarke (2009) sunt
demne de luat in considerare. Pornind de la acestea, ne propunem
implementarea i testarea unei solutii noi de detectie automati a
vandalismului pe Wikipedia. Aceasta trebuie sd prelucreze articole
Wikipedia ce fac parte dintr-un set de date oficiale folosite pentru evaluarea
aplicatiilor pentru detectia vandalismului si sd producd rezultate
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cuantificabile comparabile sau mai bune cu cele ale solutiilor existente in
acest moment.

Pentru intelegerea articolului sunt necesare o serie de notiuni specifice
domeniului. De aceea, In continuare este definit un set de termeni care vor fi
folositi n cadrul lucrarii:

e Meta-date — informatii publice, insd invizibile in mod direct,
asociate unui articol; exemple: numele autorului, data editarii,
comentariul, etc.;

e wikitext — format text in care sunt scrise si salvate in baza de date
articolele de pe Wikipedia;

e edit sau revizie — starea unui articol la un moment dat; contine atat
informatia vizibild pe Wikipedia, cat si meta-datele corespunzatoare;

e editare — actiunea unui utilizator de a schimba starea unui articol;

e revenire — actiunea de aducere a unui articol intr-o stare precedents;

e feature — o caracteristica a unei revizii ce poate fi cuantificata;

e parsare — traversarea textului in scopul analizei continutului sau;

e parser — instrument folosit pentru parsarea textului;

e edit curat — revizie regulamentard, care nu se incadreaza in
categoria reviziilor vandalizate;

Lucrarea continud cu patru capitole, avand urmatoarea structura:
capitolul 2 ofera o vedere generald a arhitecturii sistemului de detectie, iar
in capitolul 3 sunt descrise in detaliu deciziile de implementare a aplicatiei,
precum si clasificatorii folositi. Capitolul 4 prezinta rezultatele obtinute in
urma folosirii aplicatiei implementate si stadiile prin care s-a trecut in
vederea obtinerii unor rezultate cat mai bune. La final, in capitolul 5 sunt
precizate directii de proiectare viitoare si concluziile activitatilor de
cercetare [1i evaluare efectuate.

2. Arhitectura sistemului

Problema detectiei vandalismului pe Wikipedia se abordeaza prin
implementarea unui sistem software capabil sd primeasca la intrare un set de
edit-uri si sd specifice la iesire care dintre acestea reprezintd un act de
vandalism, prin intermediul unui marcaj (in engleza flag).

Pentru evaluare este folosita analiza unui set de date prin partitionarea sa
in date de antrenament si date de test. Sistemul de detectie actioneaza ca un



134 Dan Cioiu, Traian Rebedea

program de Invitare automata care calculeaza un vector de caracteristici ale
fiecérei revizii si, pe baza datelor de antrenament (despre care se stie in ce
categorie se incadreazd), Invata corespondenta dintre valorile vectorului si
cele doud categorii. Aceastd corespondenta este stabilitd de catre un motor
de invatare automata capabil sa aplice anumiti algoritmi asupra vectorilor si
sd specifice (cu un anumit grad de incredere) daca editul corespunzator este
vandalizat sau nu. Asupra datelor de test se masoara eficienta sistemului
prin calcularea unor masuri statistice standard, cum ar fi precizia sau
acoperirea.

In figura 1 este prezentati schema unei astfel de arhitecturi. Cele N
revizii sub forma unor fisiere text in format MediaWiki sunt parsate
(analizate) si transformate in vectori a cate /' membri (unde F este numarul
de caracteristici). Apoi, sunt aplicate cinci metode sau algoritmi de
clasificare distincti in vederea compararii rezultatelor obtinute. Clasificatorii
creeaza cite un vector a cate N valori binare pe care le seteaza la 1, daca
revizia corespunzatoare a fost vandalizata gi la 0, in caz contrar.

Classifier
] Result #1
! #1

Vector #N vN[F] LR

Classifier
Result #5
#5

Figura 1. Arhitectura sistemului de detectie a vandalismului pe Wikipedia

Vector #1 v1[F]
Vector #2 v2[F]

Daie de infrare:

N revizii, farmat
Mediavyiki text

Din punct de vedere software, solutia implementata este o aplicatie Java
ce integreazd mai multe tehnologii necesare in diverse stadii de
implementare. Acestea sunt: parsarea datelor de intrare, crearea obiectului
diferentd (in engleza, diff) ca o concretizare la nivel obiect a diferentelor
dintre doua revizii ale aceluiasi articol, calcularea valorilor din vectorii ce
descriu editarile, crearea unui fisier ce inglobeaza vectorii sub un format
convenabil, §i incarcarea acestui figier intr-un program capabil sa aplice
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clasificatorii asupra setului de date. Descrierea tehnologiilor folosite in
aceste stadii se va face In subcapitolul 3.3.

Deoarece problema detectiei automate a vandalismului pe Wikipedia este
una de clasificare binara, ne intereseaza rezultatele obtinute de catre cei
cinci clasificatori atat in cazul fiecarei clase, cat si ca medie ponderata intre
acestea. Metricile de evaluare necesare unei comparatii corecte intre mai
multe seturi de rezultate sunt: procentul de instante clasificare corect, rata de
observatii ,,true-positive” (TP) si ,false-positive” (FP), precizia si
acoperirea, scorul F; (media armonica intre precizie si acoperire) si aria de
sub curba ROC. Desigur, toate aceste metrici vor putea fi calculate dupa
aplicarea clasificatorilor asupra unor date de antrenament, $i vor asigura un
anumit grad de incredere metodei de clasificare iIn momentul aplicarii sale
pe un set mult mai mare de date de test. Din acest motiv, structura datelor de
antrenament si, respectiv, de test, influenteaza arhitectura oricarei aplicatii
de clasificare. Descrierea corpusului de date folosit in aplicatia WikiDetect
se va face in primul paragraf din capitolul 3.

Datele de intrare sunt de tip fisiere text, iar pentru aplicarea
clasificatorilor folosim sistemul Weka
(http://www.cs.waikato.ac.nz/ml/weka/). Din acest motiv, aplicatia va trebui
sd primeasca la intrare fisiere text si sa construiasca la iesire un fisier de tip
Attribute-Relation File Format (fisier cu extensia .arff).

In functie de rezultatele analizei performantelor obtinute de citre
clasificatori, au fost introduse sau eliminate anumite parti ale arhitecturii. in
sectiunea de rezultate intermediare vom argumenta adaugarea unui filtru de
normalizare a datelor si a unuia de eliminare a unora din date, precum si
eliminarea parserului MediaWiki sau a clasificatorului Naive Bayes.

3. Implementarea solutiei

3.1 Descrierea datelor de intrare

Sistemul WikiDetect foloseste un corpus de date de dimensiuni mari
distribuit de cercetatorii implicati in International Workshop on Uncovering
Plagiarism,  Authorship, and Social Software Misuse PAN-11
(http://pan.webis.de). Acest corpus coincide cu cel folosit in cadrul
conferintei din 2011. Mai multe informatii despre corpus sunt disponibile in
(Potthast, 2010).
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Corpusul este alcatuit dintr-un set de date de antrenament a céror clasa de
apartenentd a fost stabilitd manual sau de catre entitdti autorizate si un set de
date de test a caror clasa nu se cunoaste, dar care trebuie stabilitd. Datele au
fost culese din baza de date Wikipedia intre 18 noiembrie 2009 si 6
decembrie 2010, iar apartenenta la una dintre cele doud clase a fost stabilita
pe baza voturilor primite de la utilizatori umani pe Wikipedia.

Datele de antrenament sunt structurate iIn modul urmaétor: un set de fisiere
text reprezentdnd revizii (continutul in format wikitext) ale articolelor
Wikipedia care sunt fie sursa, fie rezultat al unei operatiuni de editare, un
fisier care specifica meta-datele editarii, un fisier care specifica clasa
fiecarei revizii, si un fisier care ofera informatii despre autorul reviziei.

Datele de test comprima un numar de peste 300.000 de editari, care
trebuie evaluate de catre sistemul implementat. Printre acestea se afla un
numar de 15.000 de editari ale céror clasa de apartenenta se cunoaste doar
de catre evaluatori §i cu care se va face verificarea eficientei algoritmilor de
detectie, precum si evaluarea performantelor. La data realizarii lucrarii de
fata si a sistemului software descris, comitetul de program al PAN-11 nu a
lansat corpusul de date de test catre public, ci doar cétre participantii la
workshop. Din acest motiv, aplicatia va fi testatd doar pe datele de
antrenament, care cuprind peste 32.000 revizii. Dintre acestea, aproape
2.500 au fost considerate de catre editorii umani ca fiind vandalism (adica
aproximativ 7%, ceea ce verifica rata oficiala de pe Wikipedia).

Datele de intrare ale aplicatiei sunt organizate sub forma unor fisiere:

e edits.csv — lista propriu-zisa de revizii; informatiile utile aplicatiei
sunt: id-ul unic al editului, numele utilizatorului (sau adresa IP) care
l-a realizat, doua id-uri ce fac referire la starile de dinainte si de dupa
modificare, URL-ul de pe Wikipedia ce prezintd online informatia
modificarii $i comentariul;

e gold-annotations.csv — lista ce specificd dacd un edit (mentionat
prin id-ul sdu unic) a fost sau nu votat drept act de vandalism pe
Wikipedia; sunt mentionate numarul de voturi pentru si, respectiv,
impotriva;

e annotations.csv — lista ce specifica pe fiecare linie id-ul unei revizii
si verdictul acordat de cétre un adnotator (utilizator uman);

e annotators.csv — lista cu adnotatorii care au atribuit totalul de voturi
exprimate in fisierul precedent.
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Dupa cum se observa, votul general acordat in corpus nu determind o
corectitudine perfectd, 1nsa, deoarece a fost acordat de catre adnotatori
umani, gradul de incredere este ridicat - deci detectorul de vandalism se
poate antrena folosind aceste date.

Dezavantajul colectarii centralizate a editarilor este faptul ca ora si data
poartd marca serverului Wikipedia, deci acestea nu pot fi folosite de catre
aplicatie. Asa cum se aratd in (West et al., 2010), este dovedit faptul ca
informatiile temporale asociate unui edit pot fi folosite cu succes ca o
caracteristicd a vectorului de trasaturi, insd deoarece nu dispunem de ora
locald a utilizatorului care actioneaza, nu putem trage nicio concluzie din
acest punct de vedere. De asemenea, considerdm ca fiind irelevante datele
despre adnotatori, precum si ora si data la care acestia au acordat voturile.

3.2 Caracteristici analizate

Dupa cum am precizat anterior, un clasificator determind clasa unei
instante pe baza caracteristicilor sale. Acestea sunt reprezentate sub forma
unui vector de valori (reale, binare, nominale, etc.), care, in final, descriu
instanta.

In cazul detectiei vandalismului pe Wikipedia, au fost luate in calcul o
serie de 24 de caracteristici care au fost considerate ca fiind cele mai
relevante 1n procesul de separare a reviziilor corecte de catre cele
vandalizate. Acestea sunt:

e Max caractere consecutive - Cea mai lungd secventd de caractere

consecutive;

e Numar secvente caractere consecutive - Cate secvente de caractere
consecutive prezintd noua stare fata de cea precedenta;

e Rata majusculelor - Numarul de majuscule raportat la numarul total
de caractere adaugate;

e Max cuvant - Cel mai lung cuvant al articolului;
e Numarul pronumelor - Numarul de pronume adaugate;

e Impactul pronumelor - Variatia numarului de pronume dupa
efectuarea reviziei;

e Numarul cuvintelor vulgare - Numarul de cuvinte vulgare
adaugate;
e Impactul cuvintelor vulgare - Variatia numdrului de cuvinte

vulgare dupa efectuarea reviziei;
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Cresterea_dimensiunii - Marimea stdrii curente (in numar de
caractere) raportata la marimea starii precedente (in forma wikitext);
Asemadnarea_intre inlocuiri - Diferenta de caractere (in modul)
dintre cele doua stari consecutive (in format text normal);
Este_anomin - Specifica daca editul este anonim sau nu;

Lungimea comentariului - Lungimea (in caractere) a comentariului
introdus dupa efectuarea modificarilor;

Frecventa cuvintelor vulgare comentariu - Numarul de cuvinte
vulgare din comentariu raportat la numarul total de cuvinte din
comentariu;

Rata_majusculelor comentariu - Numarul de majuscule raportat la
numarul total de caractere din comentariu;

Max_cuvant_comentariu - Cel mai lung cuvant din comentariul
asociat articolului editat;

Impactul tagurilor - Variatia numarului de etichete mediawiki;
Impactul_referintelor - Variatia numarului de referinte text (de tipul
<ref>);

Contine _cuvinte aleatoare - Valoare binard; se analizeaza daca
utilizatorul a facut vreo modificare de un singur cuvant;
Impactul_imaginilor - Variatia numarului de imagini din articol
dupa efectuarea reviziei,

Impactul comentariilor cod - Numarul de comentarii noi adaugate
in codul de editare nou (a nu se confunda cu comentariul reviziei);
Impactul_cuvintelor vulgare comentarii - Numdarul de cuvinte
vulgare ascunse in comentariile HTML;

Autor vandal istoric - Flag care specifica daca autorul a vandalizat
vreun articol in istoricul sdu de editari;
Rata_caractere nonalpha comentarii cod - Numarul de caractere
non-alfabetice din comentariile din codul HTML de editare;
Numarul cuvintelor suspecte - Numarul de cuvinte suspecte (dar
non-vulgare) adaugate in text, comentariile HTML, sau comentariul
reviziei;

Numarul inserarilor identice - Numarul de constructii text identice
adaugate la modificare.



WikiDetect: Sistem de detectie automata a vandalismului pe Wikipedia 139

3.3 Tehnologii folosite

Aplicatia WikiDetect este un program software dezvoltat in limbajul de
programare Java care incorporeaza tehnologii necesare in diverse etape ale
implementarii, acestea fiind: prelucrarea fisierelor de intrare, parsarea
codului wikitext, crearea obiectului diff — obiectul ce reprezinta diferentele
dintre doua revizii, si prelucrarea sirurilor de caractere.

Biblioteca Java CSV (http://sourceforge.net/projects/javacsv/) este o
colectie open-source de clase Java creata in scopul citirii §i scrierii de text n
format CSV (,,comma separated values™) si prelucrarii fisierelor de acest
tip. Biblioteca aceasta se caracterizeaza prin dimensiunea mica si lucrul
foarte rapid si simplu.

In cadrul aplicatiei noastre, am folosit Java CSV pentru a incirca
fisierele CSV din corpusul de date descris anterior. Informatiile sunt citite
apoi linie cu linie si datele necesare sunt extrase.

Fiecare stare a unui articol este prezentd sub forma unui fisier text ce
cuprinde continutul articolului in format wikitext. Pentru a obtine textul
normal, acesta trebuie parsat cu un instrument de tip parser MediaWiki
(formatul in care sunt scrise paginile sursi ale Wikipedia). In aplicatia
WikiDetect am folosit parserul open-source Java Wikipedia API - Bliki
engine (http://www.ohloh.net/p/gwtwiki). Mai exact, ne-am folosit de
functiile care transforma un text de tip wikitext in plain text (text normal),
dar biblioteca Bliki suporta atat transformaéri in plain text, cat si in HTML si
PDF.

Bibliotecile Diff Match and Patch (http://code.google.com/p/google-
diff-match-patch/) dispun de algoritmi robusti capabili sa prelucreze text, in
vederea atingerii scopurilor urmatoare: crearea obiectului diff, gasirea celei
mai potrivite potriviri fuzzy (in engleza, fuzzy match) dintr-un text (dandu-
se un sir de cautare), aplicarea unei liste de cuvinte la altele dintr-un text
acolo unde exista potrivire cu un sir de cautare. Diff Match and Patch ofera
implementari in Java, C++, C#, JavaScript, etc., si folosesc acelasi API
(interfata de programare) si functionalitati.

Aplicatia WikiDetect foloseste aceasta bibliotecd pentru a construi
obiectul diff, pe baza a doud siruri de caractere de intrare. Biblioteca
implementeaza algoritmul Myer’s diff care este considerat cel mai bun in
acest scop. De asemenea, algoritmul este imbunatatit cu o serie de accelerari
si optimizari in vederea obtinerii unei calitati mai bune si unui timp scazut
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de operare. Codul prezentat mai jos afiseaza elementele unei liste de
diferente de text (si afisarea lor) intre revizia anterioara si cea curenta:

diff match patch d = new diff match patch();
LinkedList<Diff> 1 = d.diff main(oldrevision, newrevision) ;
for (int 1i=0; i<l.size(); i++)

if (1.get (i) .operation != diff match patch.Operation.EQUAL)

System.out.println(l.get (1)) ;

Clasa piff contine campul operation care specifica daca diferenta consta
in adaugare, stergere, sau bucata de text este egala cu cea din textul initial.
Acest lucru este util deoarece analiza acestui camp oferd posibilitatea
extragerii textului addugat sau sters. Pe baza acestora sunt calculate mai
multe din valorile caracteristicilor.

in prelucrarea sirurilor de caractere era nevoie, in unele cazuri, de
operatiuni puternice de analiza a textului. In acest sens, am ales sa folosim
biblioteca StringUtils oferita de Apache (http://commons.apache.org/), care
este de fapt o singura clasa ce dispune de un numér mare de metode statice,
aplicabile asupra variabilelor de tip sir de caractere. In aplicatia WikiDetect
am folosit StringUtils pentru a transforma toate caracterele ce formeaza un
string 1n caractere minuscule, dar si pentru a verifica daca un sir contine o
secventa de caractere.

3.4 Clasificatori folositi

In acest paragraf prezentim aspecte teoretice referitoare la clasificatorii
folositi In implementari existente, care incearca sd rezolve problema
detectiei vandalismului pe Wikipedia. Algoritmii analizati sunt: Support
Vector Machines, arbori de decizie (ADTree si NBTree), Naive Bayes,
modelul bazat pe retele bayesiene si modelul bazat pe regresii logistice. in
afard de aceste metode care au stat la baza cercetarilor descrise in aceasta
lucrare, existd [1i alte abordari ale problemei, de exemplu folosind sisteme
bazate pe reguli (Ciucanu et al., 2010).

Invitarea bazatd pe algoritmul Support Vector Machines (propus de
Vapnik si Cortes, 1995) face posibild analiza datelor si recunoasterea
sabloanelor. SVM-ul primeste mai multe instante ale datelor si, pentru
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fiecare in parte, specifici In ce categorie se incadreazd. SVM este un
clasificator binar liniar. Un SVM construieste un hiperplan intr-un spatiu N-
dimensional care poate fi folosit pentru clasificari, regresii sau in alte
scopuri. O separare buna se realizeazd de hiperplanul care are cea mai mare
distanta fatd de cel mai apropiat punct din datele de test, din fiecare clasa.
Acest punct poartd numele de margine functionald; cu cat este mai mare
marginea, cu atat eroarea de generalizare a clasificatorului este mai mica.

Problema detectarii vandalismului pe Wikipedia folosind SVM a fost
abordata de catre Potthast et al. (2008). Datele de intrare se definesc ca un
set de revizii, unde fiecare edit contine informatii despre doua revizii
consecutive ale aceluiasi articol. Definindu-se un set de functii, fiecare edit
este mapat intr-un vector de N elemente, unde N este numarul de functii, iar
valoarea vectorului in acea dimensiune este rezultatul aplicarii functiei
asupra reviziei.

Invitarea bazatid pe arbori de decizie foloseste astfel de arbori ca un
model predictiv care specificd valoarea unei date, bazandu-se pe observatii
anterioare facute asupra sa. Scopul este de a crea un model care poate
estima valoarea unei variabile pe baza mai multor variabile de intrare.
Fiecare nod interior al arborelui corespunde unei astfel de variabile si de la
fiecare nod se creaza muchii in arbore pentru fiecare valoare posibild a
variabilei. Fiecare frunza specificd valoarea variabilei tintd ce se obtine In
functie de valorile variabilelor de intrare prezente in drumul de la radacina
arborelui pana la frunza respectiva. Daca la un moment dat valoarea din
frunza nu este suficient de concludenta (adica suficient de apropiatd de una
dintre clasele posibile de apartenentd a variabilei tintd), se continud cu
aplicarea altei variabile de intrare, adaugandu-se un nou nivel de
descendenti corespunzator nodului curent.

Adler et al. (2010) urmeaza o abordare bazatid pe arbori de decizie in
rezolvarea problemei de detectie a vandalismului pe Wikipedia. Variabila
tintd este reprezentatd de editarea analizata, iar variabilele de intrare sunt
calculate pe baza continuturilor versiunilor trecute ale articolului, profilul
utilizatorului sau comentariile atasate reviziei. In total se folosesc 15 noduri
de decizie, printre care enumeram: reputatia utilizatorului, ora din zi in care
a fost creatd revizia, marimea comentariului, histograma textului din
versiunea trecutd a articolului (histograma trecutd), histograma curenta, etc.
Clasificatorul ales este ADTree (bazat pe algoritmul propus de Freund si
Mason, 1999), al carui API este integrat in setul de clasificatoare Weka.
Acesta lucreaza in modul urmator: pe baza id-ului de revizie a articolului se
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calculeazd valorile ce corespund celor 15 noduri ale arborelui, iar
apartenenta editului la una dintre cele doud categorii este rezolvata in cateva
milisecunde.

Harpalani et al. (2010) propun o solutie compusd de rezolvare a
problemei de detectie a vandalismului pe Wikipedia, si anume un hibrid
intre arbori de decizie si clasificatori Bayesieni clasici, rezultind modelul
NBTree. Pentru detectarea articolelor vandalizate sunt analizate 11
proprietati directe sau indirecte (meta-informatii) ale reviziilor si se
construieste un arbore de decizie cu 8 noduri, pe baza exemplelor de
antrenament. Ramurile arborelui rezultat determind drumul ales 1in
clasificarea unei intrari, in functie de deciziile luate in elaborarea drumului
respectiv. Solutia aleasa difera fatd de alte abordari bazate pe arbori de
decizie prin faptul cd atunci cand se ajunge la o frunzd, se aplicd un
clasificator clasic Naive Bayes, bazat pe un model specific frunzei
respective. Deci, datele sunt dublu-clasificate: mai intai arborele de decizie
le partitioneazd in mod optim iar apoi sunt construite mai multe
clasificatoare Bayesiene.

O refea Bayesiana este un model probabilistic bazat pe grafuri orientate
care reprezintd un set de valori aleatoare si dependentele conditionate dintre
ele sub forma unui graf orientat aciclic. De exemplu, o astfel de retea poate
reprezenta relatiile probabilistice dintre boli si simptome; dandu-se
simptomele, reteaua poate fi folositd pentru a calcula probabilitatile de
existentd a unor boli.

Din punct de vedere formal, retelele Bayesiene sunt grafuri orientate
aciclice ale caror noduri reprezinta valori aleatoare in sensul Bayesian: pot
fi cantitati observabile, variabile latente, parametri necunoscuti sau ipoteze.
Muchiile reprezinta dependente conditionate; nodurile care nu sunt
conectate reprezinta variabile care sunt independente din punct de vedere al
relatiel de conditionalitate. Fiecdrui nod 1i este asociatd o functie de
probabilitate care are ca intrare un set de valori reprezentand valorile
parintelui nodului si are ca iesire probabilitatea valorii reprezentate de nod.
De exemplu, dacd parintii sunt m valori boolene, atunci functia de
probabilitate poate fi exprimatd ca o tabeld cu 2" intrari, cite una pentru
fiecare din cele 2" combinatii posibile ale valorilor din nodurile parinte.

In domeniul statistic, modelul logistic (sau modelul bazat pe regresii
logistice) este folosit pentru a prezice probabilitatea de desfasurare a unui
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eveniment analizand o functie logistica (ce ia forma unei curbe logistice).
Aceasta are urmétoarea definitie:

f=—2 =1

e+l 1+e~

Unde:

z=py+ Bx + Box, + Box; + 4 Bixy

Coeficientii f; se numesc coeficientii regresiei si fiecare dintre ei
specifica dimensiunea contributiei lui x; la factorul de decizie. Deci, pentru a
folosi o astfel de regresie pentru problema acestei lucrari, trebuie definit un
vector de variabile si cate un coeficient de contributie pentru fiecare.

Modelul logistic prezinta []i o extindere care implica anumite aspecte ale
teoriei Bayesiene. Mai exact, considerand clasificatorul y = f{x) si un set de
date de antrenament D ={(x,,),),....,(X;,,),....(x,,»,)}, se definellte

vectorul X, =[X,,..., X, ..., %, ,]' ca fiind frecventele cuvantului x; in

3 X, joee
documentele (1,d). Valorile lui y; stabiliesc in ce masurd cuvantul apartine
de o clasa sau alta. Mai exact, se cautd probabilitatea conditionata de forma:

p=+11B.3)= f(B"x)= (X B,

In expresia de mai sus, f'este functia logistica; astfel se face trecerea de la
frecventele cuvintelor (modelul Bayesian) la modelul regresiei logistice.
p(y =+1]|x;) vareprezenta o estimare a probabilitatii ca al i-lea document

sa apartina acestei categorii. O descriere detaliata a acestui tip de clasificare
a fost propusa de catre Genkin et al. (2004).

Toti algoritmii de clasificare prezentati in acest paragraf au ca scop
incadrarea unei instante la o anumitd clasd. Deoarece lucreaza in moduri
total diferite, rezultatele obtinute vor fi interesant de comparat.

Evaluarea clasificatorilor va fi efectuatd folosind framework-ul Weka.
Acesta reprezintd o colectie de solutii software dedicatd analizei datelor si
invatarii automate pe baza acestei analize. Weka este disponibil gratuit sub
licenta GNU General Public License (licentd publicd generald) si a fost
dezvoltata la Universitatea din Waikato, Noua Zeelanda.

Colectiile de cod sursda din Weka au fost scrise in Java, deci pot fi
integrate in orice aplicatie Java. Weka suportd mai multe operatiuni
specifice de minerit al datelor, si anume: preprocesare, clusterizare,
clasificare, regresie, vizualizare, sau selectare a caracteristicilor.
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Ne propunem folosirea Weka pentru a evalua toti clasificatorii prezentati
anterior: ADTree, NBTree, BayesNet, BayesLogisticRegression si SVM.
Toti in afara de cel din urma sunt implementati in interiorul librariilor native
Weka.

Pentru analiza solutiei bazatda pe SVM vom folosi Weka si LibSVM
(http://www.csie.ntu.edu.tw/~cjlin/libsvm/fag.html) — un software integrat
dezvoltat pentru clasificari bazate pe vectori suport. Acesta are ca scop
facilitarea modului de implementare a solutiilor bazate pe clasificatoare
SVM. Printre altele, LibSVM rezolva probleme de clasificari C-SVM, nu-
SVM, one-class-SVM, sau regresii epsilon-SVM si nu-SVM.

In aplicatia WikiDetect este folositd o implementare LibSVM in Java cu
interfata Weka numita SVM Weka
(http://cns.bu.edu/~gsc/CN710/pmwiki.php?n=Main.SVMWeka).

4. Analiza rezultatelor

Pentru a atinge performantele optime, au fost rulate o serie de teste in
vederea obtinerii unor rezultate cit mai bune pornind de la corpusul
disponibil pentru evaluare. in cadrul acestui capitol descriem pasii efectuati
in acest sens, impreuna cu optimizarile facute [i rezultatele obtinute.

Pentru prima rulare completd a clasificatoarelor am calculat valorile
caracteristicilor prezentate anterior pentru toate reviziile din corpusul de
antrenament. In plus, am realizat o normalizare fortati a datelor, pe baza
unor valori maxime empirice. De exemplu, am considerat cd numarul
maxim de caractere consecutive este 100, apoi am realizat normalizarea la
intervalul [-1, 1] impartind toate valorile obtinute la 100. Aceeasi procedura
am aplicat-o in cazul mai multor caracteristici. Rezultale obtinute dupa
prima rulare sunt rezumate in tabelul 1.

BayesianLogisticRegression - Imposibil de aplicat

BayesNet (92.3987 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.951 0.418 0.967 0.951 0.959 0.921 0.0
0.582 0.049 0.476 0.582 0.524 0.921 1.0

Media ponderatad
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0.924 0.392 0.932 0.924 0.927 0.921

NBTree (94.4434 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.982 0.538 0.959 0.982 0.97 0.919 0.0
0.462 0.018 0.663 0.462 0.544 0.919 1.0
Media ponderatd

0.944 0.501 0.938 0.944 0.94 0.919

SVM (93.1781 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.999 0.931 0.933 0.999 0.965 0.534 0.0
0.069 0.001 0.794 0.069 0.127 0.534 1.0
Media ponderatad

0.932 0.864 0.923 0.932 0.904 0.534

ADTree (93.2881 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.978 0.652 0.951 0.978 0.964 0.915 0.0
0.348 0.022 0.553 0.348 0.427 0.915 1.0
Media ponderata

0.933 0.607 0.922 0.933 0.926 0.915

Tabelul 1. Rezultate obtinute dupa prima rulare: normalizare empirica

Se observa faptul ca clasificatorul BayesianLogisticRegresion nu a putut
fi aplicat deoarece datele sunt incorect normalizate. Clasificatorii bazati pe
arbori de decizie (in special NBTree) obtin rezultate destul de bune in
ansamblu (94% date identificate corect), dar slabe din punctul de vedere al
detectarii editdrilor vandalizate (0.66 precizie si 0.46 acoperire pentru clasa
1.0 — revizii vandalizate). Clasificatorul SVM obtine rezultate slabe prin

prisma acoperirii clasei 1.0 si, respectiv, a ariei de sub curba ROC.
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Pentru a obtine rezultate mai bune, am realizat o serie de modificari in
calcularea valorilor vectorilor instantelor. Astfel, pentru a doua rulare, am
eliminat forma de normalizare de la prima rulare §i am introdus un filtru
care elimina 75% dintre reviziile non-vandalizate. Acest lucru a fost necesar
deoarece cele doua clase (regular si vandalism) erau nebalansate, existand
un raport de aproximativ 9:1 intre ele. Din acest motiv, clasificatoarele au
rulat pe un numar de aproximativ 10.000 de instante. Rezultatele obtinute
dupa a doua rulare sunt prezentate in tabelul 2.

BayesianLogisticRegression - Imposibil de aplicat

BayesNet (85.785 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.889 0.241 0.92 0.889 0.905 0.913 0.0
0.759 0.111 0.686 0.759 0.721 0.913 1.0
Media ponderatad

0.858 0.21 0.864 0.858 0.86 0.913

NBTree (85.7749 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.892 0.249 0.918 0.892 0.905 0.912 0.0
0.751 0.108 0.689 0.751 0.718 0.912 1.0
Media ponderata

0.858 0.215 0.863 0.858 0.86 0.912

SVM (34.4977 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.2 0.2 0.758 0.2 0.316 0.5 0.0
0.8 0.8 0.242 0.8 0.371 0.5 1.0
Media ponderata

0.345 0.345 0.633 0.345 0.33 0.5
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ADTree (86.0575 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.901 0.265 0.914 0.901 0.907 0.908 0.0
0.735 0.099 0.702 0.735 0.718 0.908 1.0
Media ponderata

0.861 0.225 0.863 0.861 0.862 0.908

Tabelul 2. Rezultate obtinute dupa a doua rulare: date nenormalizate, clase balansate

Din nou, din cauza nenormalizarii datelor, clasificatorul
BayesLogisticRegression nu a putut fi aplicat. BayesNet, ADTree si
NBTree obtin rezultate mult mai bune din punctul de vedere al identificérii
reviziilor vandalizate, mai exact precizia si acoperirea depasesc 0.7. SVM
obtine rezultate Incd si mai slabe decat cele de la prima rulare. Acest lucru
se Intampla deoarece vectorii de valori sunt practic incompatibili cu modul
de lucru SVM care, pentru obtinerea de rezultate corecte, necesitd ca
valorile atributelor sd fie cdt mai bine distribuite in domeniul
[valMin,valMax].

Intrucat rezultatele nu au fost considerate satisfacitoare nici in acest caz,
pentru a treia rulare, au fost modificate valorile returnate de functiile care
calculeaza valori ale atributelor care sunt centrate prea mult spre anumiti
poli, cum ar fi anumite rapoarte care genereaza valori apropiate de 0. De
asemenea, indepartam toate intervalele de tipul [x, valMax] sau [valMin, x]
pe care observam preponderent valori ce denota edituri curate, si eliminam
filtrul de balansare a datelor (cu scopul imbunanatirii rezultatelor
corespunzatoare aplicirii SVM). Rezultatele obtinute dupa a treia rulare se
observa in tabelul 3.

Se poate observa totul]i cd a treia rulare necesitd o duratd prea mare de
prelucrare si nu prezintd rezultate mai bune decét rularile precedente. Din
acest motive, s-a decis rebalansarea claselor pentru a patra rulare, ale carei
rezultate sunt rezumate in tabelul 4.

Rezultatele obtinute dupd a patra rulare sunt bune (ADTree prezintd o
arie ROC de 0.9, precizie si acoperire ponderate de 0.85), insa aplicarea
clasificatoruluin SVM  necesita un timp prea  mare iar
BayesianLogisticRegression nu ofera rezultate satisfacatoare. Astfel, pentru
ultima rulare (rezultatele finale ale implementdarii sistemului) vom folosi
filtrul de normalizare weka. Filters. Unsupervised. Attribute. Normalize.
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BayesianLogisticRegression - Imposibil de aplicat

BayesNet (92.3364 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.955 0.477 0.962 0.955 0.958 0.9 0.0
0.523 0.045 0.482 0.523 0.502 0.9 1.0
Media ponderatad

0.923 0.445 0.926 0.923 0.925 0.9

NBTree - Clasificatorul necesitd un timp prea mare de prelucrare

SVM - Clasificatorul necesitd un timp prea mare de prelucrare

ADTree (93.7513 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.992 0.746 0.943 0.992 0.967 0.897 0.0
0.254 0.008 0.716 0.254 0.375 0.897 1.0
Media ponderatad

0.938 0.691 0.927 0.938 0.923 0.897

Tabelul 3. Rezultate obtinute dupa a treia rulare: date nenormalizate dar mai bine raspandite in
domeniu, clase nebalansate

BayesianLogisticRegression (77.052 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.99 0.919 0.772 0.99 0.867 0.536 0.0
0.081 0.01 0.728 0.081 0.145 0.536 1.0
Media ponderatd

0.771 0.699 0.761 0.771 0.693 0.536

BayesNet (84.5634 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa

0.881 0.265 0.913 0.881 0.896 0.899 0.0
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0.735 0.119 0.663 0.735 0.697 0.899 1.0
Media ponderata

0.846 0.23 0.852 0.846 0.848 0.899

NBTree (84.9571 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.896 0.295 0.905 0.896 0.9 0.895 0.0
0.705 0.104 0.683 0.705 0.694 0.895 1.0
Media ponderatad

0.85 0.249 0.851 0.85 0.85 0.895

SVM - Clasificatorul necesita un timp prea mare de prelucrare

ADTree (85.0177 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.898 0.299 0.904 0.898 0.901 0.899 0.0
0.701 0.102 0.686 0.701 0.694 0.899 1.0
Media ponderatad

0.85 0.251 0.851 0.85 0.851 0.899

Tabelul 4. Rezultate obtinute dupa a patra rulare: date nenormalizate dar mai bine raspandite in
domeniu, clase balansate

Dupa cum se observa, procedura de normalizare are un efect foarte mare
asupra corectitudinii functiondrii clasificatorului SVM. Deoarece acesta
construieste un hiperplan N-dimensional, trebuie sa ne asiguram ca toate
dimensiunile raman la fel de ,,importante”, ceea ce presupun normalizarea
lor la un domeniu comun. De asemenea, normalizarea trebuie facuta
independent de valorile celorlalte atribute, ceea ce inseamna ca ceea ce este
considerat caracteristic unui act de vandalism intr-un caz, poate avea o cu
totul alta valoare intr-un alt caz.

4.2 Rezultate finale

Am considerat cd rezultatele finale ale aplicatiei (expuse in tabelul 5)
trebuie sd fie punctul de intdlnire al tuturor celor cinci algoritmi de
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clasificare. Luati separat, insd, unii din ei obtin rezultate mai bune dupa alte
scenarii de rulare, descrise n paragraful anterior.

BayesianLogisticRegression (79.5457 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.839 0.341 0.885 0.839 0.862 0.749 0.0
0.659 0.161 0.566 0.659 0.609 0.749 1.0
Media ponderata

0.795 0.298 0.808 0.795 0.8 0.749

BayesNet (84.5634 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.881 0.265 0.913 0.881 0.896 0.899 0.0
0.735 0.119 0.663 0.735 0.697 0.899 1.0
Media ponderata

0.846 0.23 0.852 0.846 0.848 0.899

NBTree (85.0076 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.897 0.297 0.905 0.897 0.901 0.896 0.0
0.703 0.103 0.685 0.703 0.694 0.896 1.0
Media ponderata

0.85 0.25 0.851 0.85 0.851 0.896

SVM (79.6164 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.836 0.33 0.888 0.836 0.862 0.753 0.0
0.67 0.164 0.566 0.67 0.614 0.753 1.0
Media ponderatd

0.796 0.289 0.811 0.796 0.802 0.753
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ADTree (85.0177 % identificate corect)

Rata TP Rata FP Precizie Acoperire Metrica F Aria ROC Clasa
0.898 0.299 0.904 0.898 0.901 0.899 0.0
0.701 0.102 0.686 0.701 0.694 0.899 1.0
Media ponderata

0.85 0.251 0.851 0.85 0.851 0.899

Tabelul 5. Rezultate finale: date normalizate bine raspdndite in domeniu, clase balansate

In figura 2 se poate observa structura arborelui de decizie obtinut in urma
aplicarii clasificatorului ADTree. Dupad cum era de asteptat, cele mai
definitorii trdsdturi ale unui edit vandalizat sunt: Este anonim,
Numadrul cuvintelor suspecte, Max cuvant si Cresterea dimensiunii. De
asemenea, in figura 3 este ilustrata curba ROC ce rezulta in urma aplicarii
aceluiasi clasificator; aria de sub curba reprezinta o metrica foarte
importantd care contribuie la atribuirea unui grad inalt de incredere
algoritmului de separatie.

Consideram cd rezultatele obtinute in urma aplicarii clasificatorilor
descrisi in capitolul precedent sunt comparabile cu cele obtinute in alte
lucréri care si-au propus implementarea unui sistem de detectie automata a
vandalismului pe Wikipedia. De exemplu, in cazul aplicarii ADTree se
observa coeficientul de 0.85 atat pentru precizie, cat si pentru acoperire,
valori superioare celor obtinute de Adler et al. (2010), si anume de 0.48,
respectiv, 0.83. De asemenea, WikiDetect prezinta o precizie medie de 0.81
si acoperire medie de 0.79 in urma aplicarii SVM, coeficienti mai buni
decét cei obtinuti de West et al. (2010): 0.49, respectiv 0.5. Am centralizat
mai multe rezultate din astfel de lucrari in tabelul 6. Mentionam faptul ca
rezultatele nu au fost obtinute pe acelasi set de date si, deci, au doar un
caracter informativ, si nu compararativ.

Metoda Precizie | Acoperire | Observatii
1,3 milioane revizii dintre care
SVM 49% 50% 128 mii erau vandalizate (West
etal., 2010)

Naive Bayes 58% 36% 370 mii revizii. Valorile din
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(41%) (56%) parenteza au fost obtinute luand
in considerare [i probabilitatile
initiale (Smets et al., 2008)
Fegre?l? 83% | 55% 500 mii revizii (Belani, 2009)
ogistica
. 5768 revizii. Rezultate obtinute
Compresia entru detectarea vandalizarii
Markov 86% | 56% pentri et )
. . prin insertie (Itakura si Clarke,
dinamica ’
2009)
676 revizii. Algoritmul nu are
Vizualizari ca tintd precizia/acoperirea, ci
persistente  ale | 77% 62% rapiditatea cu care se repard un
cuvintelor incident de vandalism
(Priedhorsky et al., 2007)
317 mii revizii dintre care 15
ADTree 48% 83% mii erau vandalizate (Adler et
al., 2010)
15 mii revizii dintre care 944
NBTree 61% 25% erau vandalizate (Harpalani et
al., 2010)

Tabelul 6. Centralizarea rezultatelor obtinute in alte lucrari de specialitate
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Figura 3. Curba ROC rezultatd in urma aplicarii ADTree

Pe baza rezultatelor obtinute am calculat aria de sub curba precizie —
acoperire (PR-AUC) pentru fiecare dintre cele doua clase, folosind aplicatia
Java AUCCalculator (http://mark.goadrich.com/programs/AUC/). S-au
generat valorile 0.96 pentru clasa 0 si 0.74 pentru clasa 1. In tabelul 7
observam ca WikiDetect a produs rezultate comparabile cu cele mai bune
trei aplicatii de la conferinta PAN-10 (prezentate de Potthast, Stein si
Holfeld, 2010).

ROC-AUC PR-AUC Detector
0.92236 0.66522 Mola Velasco,
2010
0.90351 0.49263 Adler et al., 2010
0.89930 0.74442 WikiDetect
0.89856 0.44756 Javanmardi, 2010

Tabelul 7. Rezultatele WikiDetect in comparatie cu cele mai bune detectoare de la PAN-10
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5. Concluzii si directii viitoare

Lucrarea de fatd a prezentat detaliile de proiectare si implementare a unei
solutii de detectie automata a vandalismului pe Wikipedia. Au fost folositi o
serie de algoritmi de separare ale caror rezultate au fost comparate si
analizate.

In urma testelor, putem concluziona ci solutia ajunge la rezultate
convingatoare, cele mai bune fiind obtinute in urma aplicarii clasificatorului
ADTree (aria de sub curba ROC ~0.9). Deoarece ne-am concentrat mai mult
pe obtinerea unor rezultate bune folosind mai multe clasificatoare, putem
afirma ca eficienta aplicatiei ar fi putut creste considerabil daca am fi ales
un singur clasificator (de exemplu, ADTree sau NBTree) si am fi construit
implementarea pe baza acestuia.

Scopul activitatii de cercetare a fost de a prelucra un corpus oficial de
date si de a compara rezultatele obtinute prin aplicarea mai multor
clasificatoare. Acest lucru a fost indeplinit prin modificarea setarilor de
lucru si s-a ajuns in final la o solutie uniform pozitiva si aplicabild intr-un
mediu real.

Solutia ia In considerare i motivatia utilizatorilor rau-intentionati,
detectia automata a editarilor, precum si categoriile de vandalism descrise in
mod oficial de catre Wikipedia. Faptul cd acestea nu au fost construite
pentru integrarea intr-un sistem software de detectie automatd face ca
trecerea de la marcarea manuala la cea automata sd prespund implementarea
de tehnici complexe de invatare automatd, ceea ce consideram ca am
realizat cu succes.

Ca o directie viitoare, mentionam posiblitatea de a combina doi sau mai
multi clasificatori in vederea obtinerii unei acoperiri mai mari a reviziilor
vandalizate. In mod normal, acest fapt conduce la prelucrarea intr-un mod
diferit a valorilor normalizate ce vor compune vectorii instanta.

O altd imbunatatire ulterioara constd in maximizarea ariei de sub curba
ROC prin metode suplimentare cum ar fi addugarea de noi caracteristici,
eliminarea valorilor aberante sau singulare, sau includerea in analiza a meta-
datelor ce descriu adnotatorii datelor de antrenament.

In final, trebuie avut in vedere ci problema discutati are valoare practica
imediatd deoarece este o problema reald cu o complexitate ridicata si efecte
in timp continuu cu care se confruntd moderatorii voluntari ai Wikipedia.
Din acest motiv, orice Tmbunatatire ulterioard va avea efecte pozitive in
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cadrul procedurii de separatie, tinind cont de faptul ca rata de editare pe
Wikipedia este in continua crestere.
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