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Rezumat. Adnotarea cu etichete morfo-sintactice (,,Part-of-speech tagging - POS tagging”)
este procesul de etichetare gramaticala a fiecarui cuvant dintr-o propozitie, frazd sau
paragraf cu partea de vorbire corespunzatoare. Acest proces este o componenta a altor
aplicatii din prelucrarea limbajului natural si, prin urmare, rezultatele trebuie sa fie cat mai
precise. Odata ce o parte de vorbire a fost identificatd, aceasta oferd informatii suplimentare
despre partile de vorbire care pot apirea in aceeasi propozitie. In cazul etichetarii cu parti
de vorbire a cuvintelor, apar ambiguitati ca urmare a faptului ca un cuvant poate avea, in
functie de context, valori morfologice multiple. Articolul trateaza dintr-o perspectiva
experimentala un POS tagger bazat pe modelul Markov ascuns (“Hidden Markov Model -
HMM”) de ordinul doi, folosind corpusul Brown. Testele au fost realizate pentru obtinerea
rezultatelor in functie de diversi parametri. Vom arata cum evolueaza precizia POS tagger-
ului pentru limba engleza atunci cand se modifica, pe de o parte, dimensiunea setului de
antrenare, iar, pe de alta parte, domeniul setului de testare fata de cel al setului de antrenare.
Am identificat categoriile de texte din corpusul Brown folosite pentru corpusul de antrenare
atunci cand precizia POS tagger-ului este mai mare, respectiv mai scazuta.

Cuvinte cheie: NLP, POS Tagging, trigrame, HMM, algoritmul Viterbi, corpus Brown.

1. Introducere

Part-of-speech tagging este procesul de etichetare gramaticald a fiecarui
cuvant dintr-o propozitie, fraza sau paragraf cu partea de vorbire
corespunzatoare. Etichetele unui POS tagger pot reprezenta parti de vorbire
in general (de exemplu, substantive, verbe, prepozitii, interjectii), dar pot sa
contind informatii suplimentare legate de caracteristicile morfologice ale



16 Dumitru-Clementin Cercel, Stefan Trausan-Matu

limbii respective, precum numar, gen, persoand, timpul sau aspectul
verbului.

POS tagging-ul este adesea o componenta a altor aplicatii din prelucrarea
limbajului natural §i, ca urmare, rezultatele acestui proces trebuie sa fie cat
mai precise. Atdit Manning & Schutze (1999), cat si Jurafsky and Martin
(2000) prezinta pe larg exemple de astfel de aplicatii. O aplicare a acestui
pas de preprocesare este intalnitd intr-un model pentru recunoasterea
vorbirii. In regasirea informatiei (,,information retrieval”) in procesul de
reducere a cuvintelor la radacina lor (,,stemming”), unui cuvant i se poate
elimina afixul, cunoscandu-se ce parte de vorbire reprezinta. De asemenea,
POS tagging-ul se poate folosi in algoritmii de dezambiguizare a sensului
cuvintelor.

In limba engleza, setul de etichete are o dimensiune in medie intre 50 si
150, spre deosebire de limbile puternic flexionare, pentru care numarul de
etichete este mult mai mare. Pentru limba engleza, unul dintre cele mai
utilizate corpusuri pentru antrenarea unui model probabilistic in adnotarea
cu etichete morfo-sintactice a unui text este corpusul Brown (Francis &
Kucera, 1979), care foloseste 87 de etichete. Alte seturi de etichete care se
folosesc deseori sunt: setul Penn Treebank (Marcus et al., 1993), ce contine
45 de etichete, setul C7 (Leech et al., 1994), alcatuit din 147 de etichete.
Setul C5 (Garside et al., 1997) este format din 61 de etichete si este folosit
de corpusul BNC (British National Corpus).

In cazul etichetarii cu parti de vorbire a cuvintelor, apar ambiguititi ca
urmare a faptului cd un cuvant poate avea, in functie de context, valori
morfologice multiple. Aceastd problema, de alegere a etichetei adecvate, se
poate rezolva luand in considerare trasaturile cuvantului. Asa cum se arata
in Jurafsky & Martin (2000), corpusul Brown este format din 44.019 cuvinte
neambigue si 5.490 cuvinte ambigue, care contin de la 2 pana la 7 parti de
vorbire. In comparatie cu acesta, corpusul WSJ (Wall Street Journal -
Marcus et al, 1993) contine mai multd ambiguitate, desi are mai putine
etichete, el avand 38.857 cuvinte neambigue si 8.844 cuvinte ambigue, care
utilizeaza intre 2 si 9 etichete.

In aceasti lucrare vom descrie implementarea unui POS tagger ce
foloseste modelul Markov ascuns bazat pe trigrame, conform lui Jurafsky &
Martin (2000) si Brants (2000), abordarea noastra fiind una experimentala.
Testele au fost realizate pentru obtinerea diverselor tipuri de rezultate in
functie de diversi parametri. Pentru testare vom folosi corpusul Brown, in
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care textele componente sunt clasificate pe categorii. Aceasta clasificare ne
ajutd sa aratdm cum se modificd precizia cand antrenam si testim POS
tagger-ul pe date din domenii sursa diferite.

In sectiunea urmitoare vom prezenta aspecte teoretice ale modelelor
Markov ascunse. Sectiunea 3 se axeazd pe abordarile curente pentru POS
tagging si factorii ce influenteazi performanta unui model de etichetare. In
continuare vom descrie implementarea unui POS tagging ce foloseste
modelul Markov ascuns de ordinul 2. Sectiunea 4 cuprinde rezultatele
testelor si analiza acestora. Ultima sectiune prezinta concluziile si identifica
directii viitoare de cercetare.

2. Modele Markov ascunse

Un proces Markov (Manning & Schutze, 1999 ) este descris de o multime
de N stari S = {Sj, S, ..., Su}, de o matrice de probabilitati de tranzitie A =

{ai}, 1 < 1) <n, z a, =1,Yi unde a; = P(qu1 = Sj | q¢ = Si) este
j=1
probabilitatea de a trece din starea i in starea j si de un vector de

probabilitati initiale z; = P(gq; = S), 1 <i < n, Z z, =1ce semnificd
i=l1

probabilitatea ca procesul Markov sa porneasca din starea i, unde q; este

starea sistemului la momentul de timp t. Un proces Markov poate fi modelat

ca un automat finit de stari, in care fiecare arc este etichetat cu o

probabilitate de tranzitie.

Modelele Markov au doud proprietati. Conform primei proprietati, starea
curentd depinde de un numdr de stiri din trecut. in cazul modelului Markov
de ordin I, putem face predictia pentru variabila curentd folosind doar
valoarea variabilei precedente, fard a mai tine cont de celelalte variabile
anterioare din secventd (este conditional independentd de elementele din
trecut). Pentru modelul Markov de ordin II, probabilitatea unei anumite stari
este dependentd doar de ultimele doud stiri. Potrivit celei de a doua
proprietati, probabilitatea ca variabila curenta sa fie precedatd de variabila
anterioard nu se schimba in timp. Analizand cele doud proprietati in cazul
POS tagging, rezultd ca eticheta unui cuvant depinde doar de eticheta
anterioara si aceastd dependentd nu se schimba 1n timp.

Un model Markov ascuns este definit prin cvintuplul (N, K, A, B, ),
unde K este multimea simbolurilor de iesire din HMM, B = b, j € S,k €K
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reprezinta probabilitatea ca modelul s emita in starea j simbolul de iesire k.
Celelalte componente ale modelului au semnificatia prezentata mai sus.

Intr-un model Markov ascuns, secventa de stiri pe care procesul o
genereazd nu este cunoscutd (este ascunsd), deoarece se cunoaste doar
secventa de observatii (cuvintele in cazul nostru).

In cazul POS tagging, etichetele se reprezinti ca stiri in automatul finit
HMM. Astfel, N este numarul de etichete folosite de model, dimensiunea lui
K reprezintd numdrul de cuvinte distincte din vocabularul modelului, a;; este
probabilitatea ca tagul t; sa fie precedat de eticheta t;, bj este probabilitatea
ca sistemul fiind in stare t; sa emita cuvantul w altfel spus, cuvantului wy sa
i1 corespunda partea de vorbire tj, iar m; este probabilitatea ca primul cuvant
al secventei de cuvinte sa fie etichetat cu t;.

3. POS tagging

3.1 Starea actuala a domeniului

Intr-un studiu realizat de Association for Computational Linguistics
(http://aclweb.org/aclwiki/index.php?title=POS_Tagging (State of the art)
pentru problema POS tagging este facuta o analiza a rezultatelor mai multor
implementari de metode de invatare automata, folosind pentru antrenare si
testare corpusul WSJ.

Rezultatele obtinute pentru cuvintele cunoscute din setul de date de
antrenare, care sunt incluse in corpusul de antrenare, au o precizie ridicata.
Folosind POS tagger-ul TnT bazat pe modelul Markov ascuns, precizia a
fost de 96.46%. POS tagger-ul SVMTool, introdus de Giménez & Marquez
(2004) si bazat pe masina cu vector suport (,,Support Vector Machine —
SVM”) a avut precizia de 97.16%. Precizia pentru Stanford Tagger 2.0
(http://nlp.stanford.edu/software/tagger.shtml), ce foloseste = modelul
entropiei maximale, a fost de 97.32%. POS tagger-ul LTAG-spinal (Shen et
al., 2007) si care utilizeazd un algoritm avand la baza perceptronul
bidirectional de invatare (,,bidirectional perceptron learning”) are precizia de
97.33%. POS tagger-ul Morée/COMPOST (Spoustova et al, 2009) are
precizia de 97.44% folosind o metoda bazata pe perceptronul de medie
(,,averaged perceptron”). Cel mai bun rezultat, cu precizia de 97.50, a fost
obtinut de POS tagger-ul SCCN propus de cétre Segaard (2011) si care se



POS tagger bazat pe modelul HMM de ordinul doi 19

bazeazda pe un model ce foloseste cel mai apropiat vecin condensat
(,,condensed nearest neighbor”).

In cazul cuvintelor necunoscute, care nu se gisesc in corpusul de
antrenare, cea mai mare precizie, de 91.29%, s-a obtinut folosind POS
tagger-ul MEIt (Denis & Sagot, 2009), iar cel mai nesatisfacéator rezultat a
fost obtinut de POS tagger-ul TnT, de 85.86%.

Au fost realizate POS tagger-e de o precizie ridicata si pentru alte limbi,
ca de exemplu, pentru limba romana (Simionescu, 2011; Tufis et al, 2008).
Precizia POS tagger-ului hibrid implementat de Simionescu (2011) a fost
pentru cuvintele necunoscute de 93.31%, iar pentru intreg corpusul de
testare, de 97.03%.

3.2 Modele de rezolvare pentru POS Tagging

Jurafsky & Martin (2000) fac o clasificare a metodelor de rezolvare pentru
POS tagging 1n: metode stocastice (probabilistice), metode bazate pe reguli
si abordiri hibride. In cazul metodelor stocastice, se foloseste un corpus de
antrenare §i se calculeazd pentru fiecare cuvant probabilitatea sa-i
corespunda o anumitd etichetd intr-un context anume. POS tagger-ele
probabilistice includ abordari care se bazeazd pe n-grame si necesitd o
invatare supervizatd dintr-o cantitate mare de date de antrenare pentru a se
obtine o precizie ridicata.

La metodele bazate pe reguli, intr-o prima etapa, pe baza unui dictionar
fiecarui cuvant 1i este asociata o posibila listd de parti de vorbire, apoi un set
de reguli referitoare la secventa de parti de vorbire permise este aplicat
pentru a rezolva ambiguitatile. Un exemplu este POS tagger-ul numit
English Constraint Grammar Parser (Voutilainen, 1995; Voutilainen et al,
1995), ce a avut o precizie de 99,7%, desi unele rezultate obtinute de acest
tagger contineau ambiguitati.

Implementarile hibride imbina cele doud solutii anterioare. O astfel de
abordare este POS tagger-ul propus de Brill (1995), cu o precizie intre 96-
97% si care foloseste reguli deduse din date folosind un corpus de antrenare
etichetat, pentru a stabili cand un cuvant ambiguu poate sa aiba o eticheta
data.

Manning & Schutze (1999) identifica factorii care influenteaza procesul
de etichetare a cuvintelor unui text, cu partile de vorbire corespunzatoare:
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e Dimensiunea setului de date de antrenare. Cu céat datele de antrenare
sunt mai numeroase, cu atat precizia POS tagger-ului este mai mare.

e Setul de etichete folosit. Pe de o parte, un set mare de etichete
permite obtinerea, in contextul dat, a mai multor trasaturi
morfologice ale cuvantului, iar pe de alta parte, introduce mai multa
ambiguitate.

e Corpusul de antrenare si corpusul de testare. Precizia rezultatelor va
fi scazutd daca aceste corpusuri nu au fost scrise de-a lungul aceleasi
perioade de timp si nu sunt din acelagi domeniu sursa (de exemplu,
textele stiintifice si textele din ziare).

e Cuvintele necunoscute (,,unknown words”) reprezintd cuvintele pe
care POS tagger-ul trebuie sa le eticheteze, dar care nu se Intalnesc
in corpusul de date de antrenare. Numarul de cuvinte necunoscute
poate fi si mai mare atunci cand etichetam un text dintr-un domeniu
tehnic sau texte care prezinta particularitati, cum ar fi chat-urile.

Au fost dezvoltati diferiti algoritmi pentru a Tmbunatiti precizia unui
POS tagger in cazul cuvintelor necunoscute, folosind diferite trasaturi ale
cuvantului sau contextul sau. Jurafsky & Martin (2000) prezintd o parte din
acesti algoritmi. Un algoritm propus de Baayen & Sproat (1996) considera
ca distribuirea probabila de etichete pentru cuvintele necunoscute este
similara distribuirii de etichete pentru cuvintele care apar o singura data intr-
un set de antrenare (cunoscute sub denumirea de “hapax legomena”).
Weischedel et al. (1993) au descris un algoritm mai eficient pentru gasirea
etichetei unui cuvant necunoscut, ce se bazeazd pe regulile ortografice,
luand in considerare patru trasaturi: morfemele flexionare, morfemele
derivative, scrierea cu majuscule si despartirea in silabe.

3.3 POS tagger bazat pe modelul HMM de ordinul doi

Fiind datd o secventd de cuvinte W=wwa,...,wy, procesul de POS tagging
presupune determinarea celei mai probabile secvente de stiri pe care

A

modelul o parcurge, adici a celei mai probabile secvente de etichete T care
maximizeaza P(T|W). Cum probabilitatea unei secvente de cuvinte este
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constanta, folosind regula lui Bayes (P(W)P(T|W) = P(T)P(W|T)) rezulta:
T =argmax P(T)P(W | T) (D)
T

Din prima proprietate Markov cunoastem ca probabilitatea unei etichete
depinde de doua etichete anterioare si aplicand formula lui Bayes putem
scrie ca:

P(T) =Pt |1y, L VP sy et ) = P (L] [P 1 1100 t0) (2)
i=1
unde to, t; sunt etichete auxiliare, addugate la inceputul unei propozitii, iar t,
este o etichetd auxiliard, addugatd la sfarsitul propozitiei. Relatia intre un
cuvant si eticheta sa fiind independentd de context, obtinem:

P(W,, Wy W, | 11 s t,) ~= [ [ POW, | 2,)
3)
Probabilitatea ca un cuvant sa fie etichetat cu o anumita parte de vorbire
se calculeazad impartind numarul de aparitii In text ale cuvantului w; cu
: < . . C(w,,t,
eticheta corespunzitoare t; la frecventa etichetei (P(w, |¢,) :%).
ti
Rezultd cd modelul trigram pentru POS tagging, asa cum se aratd in
Jurafsky & Martin (2000) este:

T= argmaX[HP(ti |25t P(w, [ E)IP(,., [ 2,)
tot,, izl (4)

Data fiind o secventa de observatii (in cazul nostru, de cuvinte), cea mai
probabild secventa de etichete poate fi gasitd printr-o cautare in fortd bruta,
evaludnd probabilitatea fiecdrei secvente posibile de etichete pentru
secventa de cuvinte de intrare, dar aceasta necesitd un timp mare de
executie. Algoritmul lui Viterbi (1967) este cel mai cunoscut algoritm
pentru acest task si se bazeaza pe programarea dinamicd. Noi am folosit
acest algoritm in implementare.

Din cauza datelor insuficiente din corpusul de antrenare, se poate
intampla ca o secventd oarecare de trigrame sa apara in corpusul de testare,
dar nu si in cel de antrenare si, astfel, sd stabilim incorect probabilitatea
secventei P(t,|t,_,,t,)ca fiind zero. Chiar si atunci cidnd secventa de

trigrame apare de prea putine ori in corpusul de antrenare, probabilitatea
calculatd pentru secventa respectivd nu ar fi o estimare exactd. De aceea,
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probabilitatea unei secvente de trigrame se calculeaza ca fiind o interpolare
liniard intre estimarea probabilititii maxime (“maximum likelihood”) pentru
probabilitatile secventelor de trigrame, blgrame si unigrama (Brants 2000):
P(t|t12’ll) lP(t|t127tl)+l P(t|ttl)+2‘P(t) (5)
A +A4+4 =1

,0<= ;<=1
Pentru estimarea probabilitatii maxime, pentru fiecare din aceste
probabilitdti  se  folosesc  relatiile  urmatoare: P(t)= ) )
(ti ’ti) . C([ > ’[)
P(t |t:1)_—1 P(ti|ti—2’ti—l)=# (6)
C(t) Ct;5,t)

unde N este numarul total de cuvinte, C(t;) este frecventa etichetei t; in
corpusul de antrenare, iar C(t;,t;)) reprezintdi numdrul de aparitii ale
secventei de etichete (t;.;,t;) in corpusul de antrenare.

Coeficientii lambda au fost estimati cu ajutorul datelor de antrenare,
aplicand metoda ,,deleted interpolation” propusa de Brants (2000).

Pentru cuvintele care nu se gasesc in corpusul de antrenare, probabilitatea
P(wilti) se obtine folosind analiza sufixelor. Un sufix este definit ca fiind
ultimele i litere dintr-un cuvant. Numarul optim de litere i ale sufixelor va fi
determinat experimental. Sufixele pot oferi un bun indiciu despre partea de
vorbire asociatd unui cuvant. Folosind un model propus de Samuelsson
(1993) si Brants (2000), vom calcula probabilitatea unei anumite etichete,
fiind cunoscute ultimele i litere dintr-un cuvant de L litere:

Pt |1, sl )+O, P, ,,....0,)
1+0, %

Sufixele cuvintelor cu o frecventd mai mica sau egala fatd de o valoare de
prag sunt folosite pentru constructia unei structuri de date si anume arborele
de sufixe. Astfel, algoritmul construieste un arbore de sufixe care contine
sufixele pentru cuvintele care incep cu literd mica, un alt arbore pentru
cuvintele care incep cu literd mare §i de asemenea un arbore pentru
cuvintele care incep cu cifre. Pentru estimarea probabilititii maxime pentru
un sufix al unui cuvant, se foloseste urmatoarea relatie:

A C(l l —itl e l )
1 (l|1[ i 1’_”,1 )_ | L 1
C( L—i+12°" l ) ( )

P(t | ZL—i+l""’lL) =
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Parametrul ©, reprezinta abaterea standard a multimii de etichete

intalnite in corpusul de antrenare, adicd este radacina medie patrata a
abaterilor estimarilor probabilititii maxime pentru fiecare etichetd de la
media probabilitdtii maxime a multimii de etichete.

0, = \/52&)@,)—13)2 P=13 P ©

9

4. Evaluare

4.1 Date folosite pentru experimente

Asa cum se aratd in Hinrichs et al. (2010), ,,familia de corpusuri Brown”
cuprinde corpusul Brown, corpusul LOB (Lancaster-Oslo/Bergen) pentru
engleza britanica, corpusul Frown (Freiburg-Brown, 1992) pentru engleza
americand si corpusul FLOB (Freiburg Lancaster-Oslo/Bergen, 1991)
pentru engleza britanicd. Aceste corpusuri sunt asemandtoare in ceea ce
priveste dimensiunea si structura pe categorii, ardtdnd, pentru o perioada
determinatd, diferentele dintre engleza britanicd §i cea americand si,
totodatd, schimbarile gramaticale aparute in istoria limbii engleze.

Corpusul Brown descris in (Francis & Kucera, 1979) a fost primul corpus
consistent pentru limba engleza si este format din texte publicate in Statele
Unite ale Americii in anul 1961. Corpusul Brown are sase versiuni, care
contin acelasi text de baza, dar diferad prin format.

Din punct de vedere structural, corpusul Brown initial este impartit in 15
categorii de texte:

A. Reportaje pe diverse teme: politica, sport, societate, cultura

B. Editoriale

C. Recenzii

D. Texte religioase

E. Publicatii avand ca subiect aptitudini si hobby-uri

F. Folclor literar

G. Biografii, eseistica

H.Scrieri care combind diverse genuri (documente ale guvernului,
rapoarte ale unor fundatii, rapoarte industriale, cataloage de prezentare ale
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unor universitati, publicatii sau reviste ale Intreprinderilor pentru proprii
clienti sau angajati)

J. Lucrari stiintifice

K. Romane si povestiri de fictiune in sens generic

L. Romane si povestiri politiste sau de groaza

M. Literatura SF

N. Romane si povestiri de aventura

P. Romane i drame romantice

R. Texte umoristice

In sectiunea urmitoare, vom face referire la aceste categorii de texte prin
litera de identificare care este trecutd la inceputul categoriei. Din punctul de
vedere al dimensiunii, corpusul Brown contine un numar de peste un milion
de cuvinte. Din totalul de 50.000 de cuvinte distincte din corpusul Brown,
aproximativ jumatate din cuvinte apar o singurd datd in corpus. Este de
remarcat faptul ca articolul hotarat ,,the” constituie 7% din corpus, in timp
ce prepozitiile ,,of” si ,,to” formeaza 6% din corpus.

Setul de etichete asociat partilor de vorbire, folosit la etichetarea
corpusului Brown (http://nltk.googlecode.com/svn/trunk/nltk data/index.
xml), pe care l-am utilizat in testele din lucrare, contine 472 de etichete. O
descriere partialda a etichetelor din acest set poate fi gasitd la adresa:
http://www.scs.leeds.ac.uk/ccalas/tagsets/brown.html. Cea mai mare parte
din aceste etichete este reprezentatd de combinatii de doud sau mai multe
etichete simple. Verbele la formd negativa au asociatd o etichetd care se
termind cu asterisc (de exemplu, cuvantul ,,wasn't" are eticheta ,,BEDZ*",
unde ,,BEDZ" este eticheta pentru verbul ,,to be" la timpul trecut, persoana
intai si a treia singular). Pentru forma contractatd a cuvintelor, se foloseste
simbolul ,+" ce separd etichetele pentru fiecare cuvant component (de
exemplu, cuvantul ,nobody'd" are eticheta ,,PN + HVD", unde ,,PN” este
eticheta pentru pronumele personal, iar ,,HVD" este eticheta pentru verbul
»to have”, la timpul trecut). Pentru cuvintele imprumutate din alte limbi,
etichetele incep cu prefixul ,,FW-",

4.1 Rezultate

Algoritmul de etichetare cu parti de vorbire, ce foloseste modelul HMM
bazat pe trigrame, a fost testat in diferite moduri utilizdnd corpusul Brown.
Pentru inceput, a fost necesara determinarea parametrilor care maximizeaza
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precizia POS tagger-ului pentru cuvintele necunoscute §i anume, valoarea de
prag a frecventei pentru cuvintele din setul de antrenare, respectiv numarul
optim de litere din terminatia cuvintelor din setul de antrenare. Sufixele
cuvintelor din corpusul de antrenare, care au o frecventa mai mica sau egala
cu frecventa de prag sunt folosite pentru constructia arborilor de
sufixe.Valorile pentru frecventa de prag avute in vedere sunt: 1, 3, 4, 5, 6, 8,
11 si 15, respectiv pentru sufixe au fost luate in considerare: 1, 2, 3, 4 s1 5
litere.

Pentru acest prim test s-a folosit validarea incrucisatd (,,cross
validation”). Corpusul Brown a fost impartit in 6 diviziuni, fiecare
continand in proportii aproximativ egale propozitii din cele 15 categorii ale
corpusului. De fiecare data, una din cele 6 sectiuni este folosita ca set de
testare si restul de 5 seturi formeaza corpusul de antrenare. Precizia medie a
POS tagger-ului pentru cuvintele necunoscute este media aritmeticd a
preciziilor rezultate repetand experimentul pentru toate combinatiile din
sectiunile construite. In tabelul 1 sunt precizate valorile obtinute pentru
preciziile medii.

Tabelul 1. Precizia medie a POS tagger-ului obtinuta pentru cuvintele necunoscute prin variatia

frecventei si lungimii sufixelor cuvintelor din setul de antrenare

Frecventa | Lungime | Lungime | Lungime | Lungime | Lungime
de prag sufix=1 | sufix=2 | sufix=3 | sufix=4 | sufix=5

1 74.14 78.40 7747 75.20 73.99
74.39 78.85 78.58 76.97 75.71
74.57 79.02 78.81 77.25 75.95
74.54 79.01 78.84 77.31 76.05
74.52 78.95 78.93 77.36 76.16
74.48 78.91 78.85 77.34 76.13
74.41 78.92 78.90 741 76.21
74.31 78.77 78.76 77.34 76.13

(ool or N ) F N [ SV]

N PN
ol —

Rezultatele arata ca cele mai bune valori pentru precizia medie au fost
obtinute pentru lungimea sufixelor de 2, apoi de 3, indiferent de valoarea
frecventei de prag. Sufixele de lungime 1 contin cea mai putind informatie
pentru etichetarea corectd a cuvintelor necunoscute, rezultand precizia POS
tagger-ului cea mai scazutd. De asemenea, un sufix de lungime mai mare
sau egala cu 4 scade precizia POS tagger-ului pentru ca se includ si litere
care nu fac parte din terminatiile propriu-zise ale unor parti de vorbire. Pe
masurd ce am crescut frecventa de prag pand la o anumita valoare, precizia
POS tagger-ului pentru cuvintele necunoscute a crescut indiferent de
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lungimea sufixelor, dupé care, crescand 1n continuare frecventa, precizia a
scdzut, dar mult mai usor fatd de cum a crescut. Explicatia pentru aceasta
situatie constd in faptul ca acele cuvintele care au frecventa de aparitie in
corpusul de antrenare mai mare pot oferi mai multd informatie despre
posibilele contexte in care pot fi decét cuvintele care sunt mai rar intalnite in
acelasi corpus. Pe masurda ce frecventa lor de aparitie creste, modelul
probabilistic are tendinta sa tind cont din ce in ce mai putin de cuvintele cu o
frecventd mai mica. Cea mai buna precizie de 79.02% a fost obtinuta pentru
frecventa de prag 4 si lungimea sufixelor de 2, aceste valori fiind folosite in
testele care urmeaza.

Urmatorul test aratd cum se modifica precizia POS tagger-ului atunci
cand dimensiunea setului de antrenare creste. Folosind diviziunile
corpusului Brown, formate pentru testul anterior, setul de antrenare va
include pe rand fiecare diviziune. Apoi setul de antrenare va creste
incluzand celelalte parti, pastrandu-i-se, totodatd, omogenitatea categoriilor
de texte componente. Partile neincluse in corpusul de antrenare vor forma
setul de testare. Cele mai semnificative rezultate ale studiului sunt aratate n
tabelele 2 si 3.

Tabelul 2. Precizia POS tagger-ului variind dimensiunea setului de antrenare $i testare

Nr. de Nr. de Nr. de Nr. de Precizie Precizie
propozitii set cuvinte set | cuvinte set cuvinte cuvinte cuvinte
de antrenare | de antrenare | detestare | necunoscute | necunoscute | cunoscute

9583 191803 969389 79698 78.30 95.27
19268 385294 775898 45119 78.44 95.61
29065 578362 582830 27323 78.14 95.85
38817 773237 387955 16704 77.95 95.95
48270 973047 188145 7801 77.79 95.78

Tabelul 3. Precizia POS tagger-ului variind dimensiunea setului de antrenare Si testare

Nr. de Nr. de Nr. de Nr. de Precizie Precizie
propozitii set cuvinte set | cuvinte set cuvinte cuvinte cuvinte
de antrenare | de antrenare | detestare | necunoscute | necunoscute | cunoscute

9070 188145 973047 78250 78.74 95.13
18523 387955 773237 43185 79.69 95.73
28275 582830 578362 27656 79.86 95.86
38072 775898 385294 16055 80.11 96.13
47757 969389 191803 6543 79.5 96.30

Pe masura ce dimensiunea setului de antrenare a crescut, in toate testele
precizia a fost mai mare pentru cuvintele cunoscute. Precizia pentru
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cuvintele necunoscute nu are o crestere liniard prin marirea corpusului de
antrenare, ci cresterile de precizie alterneaza cu scaderea sa. Cresterea de
aproximativ cinci ori a setului de antrenare a dus la o imbunatitire a
preciziei POS tagger-ului pentru cuvintele cunoscute de +0.51% in setul de
teste, prezentat in tabelul 2 si +1.17% in celdlalt set de teste, din tabelul 3.
Pe aceleasi seturi de date, in cazul cuvintelor necunoscute precizia a scazut
cu -0.51% intr-un set de teste i s-a Imbunatatit cu +0.76% in celalalt set de
teste. Pentru cuvintele cunoscute, precizia cea mai mare a fost de 96.30%,
iar pentru cuvintele necunoscute de 80.11%.

Daca 1n testele anterioare am pastrat omogenitatea continutului pentru
corpusurile de antrenare si testare, In continuare dorim sa ardtdim cum
variaza precizia POS tagger-ului atunci cand este antrenat si testat cu texte
din domenii sursa diferite. In tabelele 4 si 5 am reprezentat matricea cu
valorile preciziilor obtinute de POS tagger pentru cuvintele necunoscute, iar
in tabelele 6 si 7, pentru cuvintele cunoscute.

Tabelul 4. Precizia POS tagger-ului pentru cuvintele necunoscute, setul de antrenare/testare fiind o
categorie de texte din corpusul Brown

CatA |CatB |CatC | CatD |CatE | CatF | CatG | CatH

Categorie A 7679 | 7742 | 7694 | 7798 | 7472 | 8045 | 8059 | 75.31
Categorie B 7519 | 7368 | 7445 | 7445 | 7395 | 7844 | 7880 | 72.92
Categorie C 7382 | 7433 | 7242 | 7685 | 7149 | 77.00 | 7806 | 72.29
Categorie D 68.93 | 7089 | 7050 | 75.37 | 68.76 | 7428 | 7597 | 7218
Categorie E 7212 | 7293 | 7372 | 7614 | 7686 | 7661 | 77.29 | 72.96
Categorie F 7573 | 7588 | 7386 | 7694 | 7267 | 7924 | 7944 | 7321
Categorie G 7575 | 7433 | 7625 | 7854 | 7187 | 7999 | 7821 | 71.23
Categorie H 6546 | 6922 | 66.77 | 7290 | 69.85 | 7052 | 71.80 | 69.74
Categorie J 7260 | 7253 | 7463 | 74.86 | 7242 | 7560 | 7747 | 7021
Categorie K 6910 | 7174 | 7126 | 7544 | 69.85 | 7643 | 7724 | 69.04
Categorie L 69.68 | 7170 | 7023 | 7341 | 7001 | 7524 | 7584 | 69.85
Categorie M 60.50 | 6465 | 6212 | 67.70 | 6519 | 6890 | 69.07 | 64.26
Categorie N 6783 | 69.19 | 69.73 | 72.24 | 69.80 | 7472 | 7518 | 67.16
Categorie P 67.27 | 7058 | 7093 | 7448 | 7027 | 7551 | 76.06 | 69.06
Categorie R 68.60 | 7030 | 7010 | 7318 | 69.34 | 7548 | 7537 | 687

Precizia medie per 7019 | 7184 | 7154 | 7463 | 7069 | 7566 | 76.26 | 70.56

categorie de testare

Seturile de antrenare si testare vor fi setate cu fiecare categorie de texte a
corpusului Brown, rezultand o matrice de dimensiune patratica cu valorile
de precizie ale POS tagger-ului, unde pe prima coloana in matrice am
reprezentat categoria de text din corpusul Brown folositd pentru setul de
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antrenare, iar pe prima linie, categoria de text din corpusul Brown folosita
pentru setul de testare.

Tabelul 5. Precizia POS tagger-ului pentru cuvintele necunoscute, setul de antrenare/testare fiind o
categorie de texte din corpusul Brown

Cat.J | CattK | Cat.L | CatM | Cat N | Cat.P | Cat.R Precizia
medie per
categorie de
antrenare
Categorie A 7530 | 7718 | 7864 | 7984 | 7884 | 7736 | 77.23 77.70
Categorie B 7494 | 76.04 | 7411 7713 | 7442 | 7384 | 7569 75.31
Categorie C 7546 | 7448 | 7297 | 7555 | 7457 | 7313 | 7598 74.69
Categorie D 7504 | 7143 | 69.06 | 7286 | 69.96 | 69.61 7218 71.55
Categorie E 7849 | 7343 | 7182 | 7477 | 7293 | 7310 | 7519 74.39
Categorie F 7753 | 77.07 | 7741 75.91 7737 | 76.96 | 76.19 76.13
Categorie G 7573 | 7824 | 7910 | 7935 | 7716 | 76.98 | 78.79 76.67
Categorie H 75.78 | 6559 | 62.61 64.72 | 6462 | 6063 | 6598 67.60
Categorie J 7573 | 7377 | 7102 | 7090 | 7254 | 7040 | 73.82 73.01
Categorie K 72.11 75.84 | 7808 | 7774 | 7869 | 7744 | 7518 74.24
Categorie L 7408 | 7632 | 7397 | 7536 | 7840 | 7653 | 73.85 73.59
Categorie M 68.63 | 7118 | 6960 | 6824 | 7225 | 7035 | 70.16 67.47
Categorie N 7247 | 7131 7762 | 7693 | 7475 | 7712 | 7484 72.99
Categorie P 72.69 | 77.81 7789 | 7845 | 7856 | 75.16 | 75.00 73.90
Categorie R 7348 | 7545 | 7452 | 7635 | 7620 | 7444 | 65.74 72.93
Precizia medie 7439 | 7466 | 7389 | 7542 | 7475 | 7342 | 7429
per categorie
de testare

Pentru obtinerea valorilor preciziei de pe diagonala principald a matricei,
textele din respectiva categorie au fost impartite in proportii egale pentru
seturile de antrenare si testare. Se observa ca pentru unele categorii de texte,
precizia obtinutd este mai mica decat daca POS tagger-ul ar fi fost antrenat
pe intregul corpus al categoriei respective si testat pe texte dintr-un alt
domeniu al corpusului Brown. Acest lucru este datorat faptului ca setul de
antrenare a avut o dimensiune redusd, iar modelul probabilistic nu a
invatat” suficiente cazuri pentru a face predictia pentru situatii noi, chiar si
atunci cand textele folosite pentru antrenare si testare sunt din acelasi

domeniu.

Tabelul 6. Precizia POS tagger-ului pentru cuvintele cunoscute, setul de antrenare/testare fiind o
categorie de texte din corpusul Brown

Cat.A | Cat.B | CatC | CatD | CatE | CatF | Cat.G | Cat.H
Categorie A 94.11 94.27 93.89 94.16 93.68 95.19 95.21 92.58
Categorie B 93.70 92.97 93.72 93.72 93.46 94.86 95.20 92.68
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Categorie C 92.80 | 93.41 93.99 93.82 | 9333 | 9454 94.87 91.20
Categorie D 92.24 | 93.00 93.54 93.50 | 9336 | 94.63 94.93 91.47
Categorie E 92.90 | 93.32 93.97 93.94 | 9348 | 95.05 95.16 92.26
Categorie F 93.69 | 93.99 94.06 94.78 | 9422 | 95.55 95.88 92.73
Categorie G 93.51 94.30 94.49 9518 | 93.87 | 95.78 78.21 92.74
Categorie H 92.73 | 93.22 93.38 93.85 | 9376 | 94.36 94.71 94.08
Categorie J 93.32 | 9371 93.91 9447 | 9409 | 95.23 95.57 93.47
Categorie K 92.06 | 92.62 92.92 93.63 | 9265 | 94.27 94.62 90.61
Categorie L 92.41 92.72 92.61 93.23 | 9264 | 94.20 94.23 90.59
Categorie M 92.04 | 9240 92.53 92.68 | 9238 | 93.55 93.71 89.97
Categorie N 92.01 92.64 92.41 93.41 9244 | 9412 94.18 89.72
Categorie P 92.29 | 92.63 92.63 93.37 | 9270 | 94.09 94.45 90.26
Categorie R 9210 | 92.21 93.10 93.26 | 92.71 93.88 94.13 89.89
Precizia medie per 92.7 93.17 93.37 93.82 93.24 94.55 94.74 91.44
categorie de testare

Tabelul 7. Precizia POS tagger-ului pentru cuvintele cunoscute, setul de antrenare/testare fiind o
categorie de texte din corpusul Brown

Cat.J | Cat.K | Cat.L | Cat.M | Cat.N | Cat.P | Cat.R Precizia
medie per
categorie de
antrenare
Categorie A 9458 | 9542 | 9521 | 9532 | 9537 | 9529 | 95.13 94.66
Categorie B 9451 | 9523 | 94.77 | 9463 | 94.62 | 94.82 | 9485 94.34
Categorie C 94.07 | 9472 | 9417 | 9424 | 9426 | 9454 | 94.59 93.90
Categorie D 9425 | 94.93 | 94.06 | 9437 | 9418 | 9455 | 94.75 93.88
Categorie E 9478 | 94.92 | 9467 | 9448 | 9470 | 9475 | 9473 94.26
Categorie F 95.08 | 96.02 | 9552 | 9548 | 9552 | 9573 | 95.29 94.86
Categorie G 95.30 | 96.05 | 9545 | 9547 | 9544 | 9582 | 95.54 94.92
Categorie H 94.89 | 93.76 | 93.12 | 93.02 | 93.28 | 93.05 | 93.92 93.65
Categorie J 9462 | 95.00 | 94.24 | 9445 | 9430 | 9463 | 9454 94.35
Categorie K 93.56 | 95.60 | 95.81 | 9536 | 9586 | 9589 | 95.12 93.93
Categorie L 93.37 | 9593 | 9531 | 9572 | 96.01 | 96.01 | 95.28 93.93
Categorie M 93.08 | 9510 | 94.90 | 9517 | 9520 | 9523 | 95.09 93.42
Categorie N 9317 | 9598 | 95.99 | 9557 | 9584 | 96.01 | 95.25 93.78
Categorie P 9351 | 96.07 | 9595 | 9577 | 9598 | 9579 | 95.34 93.93
Categorie R 9343 | 95.07 | 9493 | 9514 | 94.86 | 9514 | 9453 93.56
Precizia medie per | 9411 | 9530 | 9491 | 9493 | 94.97 | 9510 | 94.96
categorie de testare

Ultima coloand din matrice contine precizia medie per categorie de
antrenare, iar ultima linie cuprinde preciza medie per categorie de testare.
Precizia medie per linie/coloand a fost obtinutd prin calcularea mediei
aritmetice a preciziilor rezultate setdnd corpusul de antrenare la o categorie
de texte si testdnd POS tagger-ul pentru celelalte categorii.
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Atunci cand POS tagger-ul a fost antrenat pe o categorie de texte din
corpusul Brown si testat pe celelalte categorii, cea mai mare precizie pentru
cuvintele cunoscute, de 96.07% a fost obtinutd pentru setul de antrenare
cuprinzand romane §i drame romantice si pentru setul de testare continand
texte de fictiune. In cazul cuvintelor necunoscute, cea mai mare precizie
(80.59%) s-a obtinut pentru POS tagger-ul antrenat cu texte de reportaje si
testat pe texte biografice si eseistice.

In interpretarea rezultatelor din ultimele patru tabele vom tine cont de
faptul ca anumite categorii de texte din corpusul Brown prezintd multe
asemandri din punct de vedere al domeniului la care se refera continutul lor.
Insa, cele mai multe categorii ale corpusului nu sunt similare.

Domeniul de texte cuprinzand romane si povestiri de fictiune in sens
generic (categoria K a corpusului Brown) include categoriile L, M, N, P,
aspect confirmat si de rezultatele obtinute de noi. Astfel, pentru corpusul de
antrenare format din categoria K, folosind pentru testarea POS tagger-ului
categoriile L, M, N, P, au fost obtinute cele mai mari valori ale preciziei de
95.81%, 95.36%, 95.86%, 95.89%, pentru cuvintele cunoscute, iar pentru
cuvintele necunoscute valorile au fost de 78.0%, 77.74%, 78.69%, 77.44%.
Dintre celelalte categorii de texte folosite pentru testare (pentru aceeasi
categorie de antrenare K), cea mai scazutd precizie a fost obtinutd pentru
categoria H, de 90.61% in cazul cuvintelor cunoscute (69.04% pentru
cuvintele necunoscute). Alte asemanari intre categoriile corpusului Brown,
confirmate de rezultatele POS tagger-ului, sunt 1intre categoriile de
antrenare/testare: (L, N), (G, K), (F, K), (A, G).

Valorile preciziilor POS tagger-ului pentru corpusul de testare setat la
categoria H si pentru setul de antrenare format, pe rand, din categoriile L,
M, N, P, R sunt mai mici fatd de celelalte categorii de texte de antrenare,
concluzia fiind cd aceste categorii de texte nu sunt similare. Rezultate
scazute ale preciziei POS tagger-ului sunt si pentru perechile de seturi de
antrenare/testare: (E, A), (D, A), (H, A), (K, A).

Din punct de vedere al preciziei medii per categorie de antrenare, cele
mai bune rezultate, in cazul cuvintelor cunoscute, au fost obtinute pentru
setul de antrenare format din categoriile de texte: reportaje (94.66%), folclor
literar (94.86%), biografii si eseuri (94.92%), iar cele mai slabe rezultate au
fost obtinute pentru categoria de texte umoristice (93.56%), urmata de
literatura SF (93.42%). Pentru cuvintele necunoscute, POS tagger-ul fiind
antrenat cu texte din categoriile folclor literar, biografii si eseuri, precum si
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reportaje, cele mai bune rezultate au fost de 76.13%, 76.67%, respectiv
77.7%, iar cele mai nesatisfacatoare rezultate s-au obtinut pentru literatura
SF (67.47%), scrierile care combind diverse genuri (67.6%) si textele
religioase (71.55%).

Cele mai scazute rezultate obtinute de POS tagger in acelasi context pot
fi analizate prin constructia matricei de confuzie. In matricea de confuzie,
denumirile randurilor si coloanelor sunt etichete de parti de vorbire. Pentru
POS tagger-ul antrenat cu texte din categoria scrieri care combind diverse
genuri gi testat pentru categoria romane si drame romantice din acelasi
corpus Brown, a fost obtinutad cea mai scazutad precizie, de 60.63%, pentru
cuvintele necunoscute. O portiune din matricea de confuzie corespunzatoare
este aratata in tabelul 8.

Tabelul 8. Matricea de confuzie pentru cel mai slab rezultat pentru cuvintele necunoscute

JJ NN NP VBD | VBN | IN RB

JJ 76.50 | 15.02 | 0.33 | 0.29 | 4.34 - | 348
NN 538 | 9280 | 013 | 018 | 061 | 0.02 | 0.84
NP 310 | 7.18 | 8040 | 028 | 014 | 155 | 7.32

VBD | 041 | 3.03 - 65.80 | 3050 | 0.03 | 0.20
VBN | 529 | 249 -| 7.86 | 84.20 -1 015
IN 013 | 020 - - -| 9881 | 085

RB 355 | 291 | 075 | 007 | 003 | 98.81 | 89.74

De asemenea, in tabelul 9 este aratatd o portiune din matricea de confuzie
pentru cazul in care cea mai scadzutd valoare a preciziei pentru cuvintele
cunoscute a fost de 89.72%, setul de antrenare fiind format din texte din
categoria romane si povestiri de aventurad §i testat pe categoria scrieri care
combind diverse genuri.

Tabelul 9. Matricea de confuzie pentru cel mai slab rezultat pentru cuvintele cunoscute
JJ NN NP VBD [ VBN | IN RB

J 86.34 | 1057 | 063 | 019 | 124 | 004 | 095
NN 6.95 | 9082 | 141 | 024 | 037 | 0.03 | 0.14

NP 444 | 353 | 89.63 - - -1 239
VBD | 049 | 024 - | 86.63 | 12.62 - -
VBN | 501 ] 032 | 0.18 | 27.69 | 66.69 - | 0.09
IN 014 | 060 | 011 | 0.01 -198.96 | 0.15

RB 348 | 640 | 042 | 007 | 007 | 533 | 84.19
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5. Concluzii

Modelul HMM bazat pe trigrame se poate folosi cu succes pentru
etichetarea cu parti de vorbire a cuvintelor unui text, obtinandu-se o precizie
ridicatd. Algoritmul foloseste atat contextul in care apare cuvantul, cat si
informatii despre cuvantul 1n sine, tindnd cont de sufixul sdu si de frecventa
sa de aparitie in corpusul de antrenare. Aceste informatii sunt necesare
pentru constructia arborilor de sufixe. Un factor important in obtinerea unei
precizii ridicate in cazul unui model probabilistic pentru POS tagging este
reprezentat de utilizarea unui set de antrenare de dimensiune cat mai mare,
astfel incat modelul sa ,.invete” cat mai multe situatii in care un cuvant
poate aparea in contexte diferite.

Pe masurd ce am marit dimensiunea setului de antrenare, precizia POS
tagger-ului pentru cuvintele cunoscute a crescut in toate testele. Precizia
pentru cuvintele necunoscute are o evolutie neuniformd, desi numarul
acestor cuvinte scade. De asemenea, numarul cuvintelor necunoscute a
crescut atunci cand am antrenat POS tagger-ul pe texte dintr-o anumita
categorie si l-am testat pe alte categorii de texte ale corpusului Brown. De
remarcat este faptul ca atunci cand POS tagger-ul a fost antrenat si testat pe
corpusuri de texte din toate categoriile corpusului Brown, precizia pentru
cuvintele cunoscute a fost intre 95-96%, iar pentru cuvintele necunoscute,
intre 78-80%, pe cand pentru POS tagger-ul antrenat separat pentru fiecare
categorie de texte si testat pe celelalte categorii de texte, precizia obtinutd
pentru cuvintele cunoscute a scazut la 90-95%, iar pentru cuvintele
necunoscute, la 65-75%.

Pentru viitor, un aspect pe care il avem in vedere este analiza rezultatelor
POS tagger-ului antrenat cu un corpus de texte vechi si testat pe un set de
date recente, identificand diferentele de gramatica ale limbii. O directie de
cercetare interesanta este si analiza diferentelor de etichetare gramaticald a
cuvintelor intre un corpus de texte in limba standard si dialectele acelei
limbi.
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