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Rezumat. Identificarea entitdtilor cu nume intr-un text reprezintd un subiect important
pentru prelucrarea limbajului natural. In cadrul acestui articol se descrie o metoda noua de
detectare a entitatilor cu nume care incearca sd imbundtiteascd rezultatele obtinute cu
detectorul de entitati cu nume de la Stanford. Modelul prezentat va folosi clasificatorul
Bayesian naiv pentru a determina si clasifica entitatile cu nume.
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1. Introducere

Identificarea entititilor cu nume reprezintd un subiect important in
prelucrarea limbajului natural avand multiple aplicabilitati: de la motoare de
cautare (unde se poate acorda o pondere mai mare entitatilor cu nume), la
rezumarea automatd a textor (unde rezumarea se poate efectua in jurul
entitatilor cu nume), la raspunsuri automate la intrebari, etc. Existd multiple
aplicatii care incearca s determine entitdtile cu nume in texte dintre care
amintim: Stanford NLP (Stanford NLP group website), Apache OpenNLP
(OpenNLP website), NTLK — Natural Language Processing Toolkit
(NTLK website), o biblioteca scrisa in Python pentru prelucrarea limbajului
natural, Gate — General Arhitecture for Text Extraction (Gate website),
LingPipe (LingPipe website), Alchemy API (Alchemy API website),
OpenCalais (OpenCalais), etc. In acest articol vom prezenta o metoda noui
de identificare a entitatilor cu nume in texte. Entitatile cu nume pot fi de mai
multe tipuri dupd cum vom vedea in continuare 1n acest articol, dar sistemul
pe care il construim este axat pe entititi cu nume de tipul organizatie si
nume de persoane, putand fi usor extins si la alte tipuri de entititi cu nume.
Identificarea entitdtilor cu nume reprezinta unul dintre subiectele importante
din cadrul prelucrarii limbajului avand numeroase aplicabilitati.
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In prezenta sectiune, introductiva, se vor evidentia o serie de informatii
generale despre entititile cu nume: ce reprezintd, rolul lor In contextul
prelucrarii limbajului natural, ce tehnici de detectare a entitatilor cu nume
exista si nu in ultimul rand o scurta trecere in revista a principalelor pachete
software folosite pentru determinarea entitatilor cu nume. Cea de-a doua
sectiune va descrie solutia propusd in acest articol de identificare a
entitatilor cu nume. Se va prezenta arhitectura sistemului, modul in care
functioneazd, ce date de intrare sunt folosite §i respectiv ce rezultate va
furniza. Ultima sectiune va fi dedicata concluziilor si posibilelor dezvoltari
ulterioare. Trebuie mentionat ca intreaga analizd se va realiza pe texte in
limba engleza. Atat pachetele software care vor fi prezentate cat si modelul
nostru functioneaza pe limba engleza dar poate fi extins si la alte limbi.

1.1 Aspecte generale privind entitatile cu nume

Determinarea entitatilor cu nume reprezintd un subiect important in
prelucrarea limbajului natural. El constd din identificarea si clasificarea
entitatilor cu nume. Astfel, dindu-se urmatoarea propozitie: "John and Alice
live in Bucharest. They work at Microsoft" (John si Alice traiesc in
Bucuresti. Ei lucreaza la Microsoft), am vrea sa extragem cuvintele 'John',
'Alice', 'Microsoft' si sa le putem clasifica. Am vrea sa putem detecta in mod
automat cd 'John' si 'Alice' sunt nume de persoane iar 'Microsoft' este
numele unei companii ('‘Bucharest' reprezintd de asemenea o entitate cu
nume dar este de tipul 'localitate' motiv pentru care nu face obiectul acestei
lucréri — reamintim faptul ca in aceastd lucrare ne vom referi la entitatile cu
nume de tipul nume de persoane si organizatii). Deoarece entitdtile cu nume
reprezintd elemente centrale ale limbajului natural, identificarea si
clasificarea lor ne ajutd mult in intelegerea textului.

Numeroase cercetari s-au desfasurat in zona identificérii entitatilor cu
nume (Finkel, 2007; Dekang, 2009; Ronan Collobert, 2011; R. K. Ando,
2005; T. Kudoh, 2000) folosind diferite abordari. Seturi variate de date de
test au fost folosite pentru a calcula precizia, acoperirea si performanta
metodelor propuse. Unele abordari folosesc diferite tehnici de Invatare
automata precum modelul Markov ascuns (Stamp, 2004), modelul Markov
conditionat (CMM) (Berger, Pietra, & Pietra, 1996), campuri aleatoare
conditionale (CRF) (Lafferty, McCallum, & Pereira, 2001), clasificatorul
Bayesian (Rocha), masini cu suport vectorial (SVM) (Cristianini &
Shawe-Taylor, 2000) pe cand alte abordari folosesc diferite seturi de date
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adnotate sau sabloane pentru a identifica entititile cu nume. in general toate
aceste abordari folosesc tehnici avansate de prelucrare a limbajului natural
precum etichetarea cu parti de vorbire, detectarea propozitiilor, etc.

1.2 Aplicatii software pentru identificarea entitatilor cu nume

In cele ce urmeazi voi prezenta pe scurt doua dintre cele mai cunoscute
pachete software de prelucrare a limbajului natural: Apache OpenNLP si
biblioteca de prelucrare a limbajului natural de la Stanford. Ambele
biblioteci sunt dezvoltate folosind limbajul de programare JAVA.

Potrivit (OpenNLP website) Apache OpenNLP este "o unealta care
foloseste invatarea automata pentru procesarea limbajului natural in texte".
Practic OpenNLP contine un set de API-uri care pot fi usor integrate intr-o
aplicatie. Aceste API-uri realizeazd sarcinile uzuale ale unei unelte de
prelucrare a limbajului natural: detectarea propozitiilor, despartirea in
cuvinte, recunoagterea entitatilor cu nume, clasificarea textelor (putem avea
de exemplu texte despre fizica sau despre chimie care pot fi clasificate
automat). Pentru realizarea clasificarii se folosesc o serie de date de
antrenare dupd care se aplicd algoritmul bazat pe entropia maxima pentru a
determina clasificarea noului text. De asemenea, OpenNLP mai ofera
sprijin si pentru adnotarea textelor cu partile de vorbire. Asemenea
tehnicilor prezentate anterior si in cazul acesta, OpenNLP foloseste un
dictionar care contine pentru fiecare cuvant toate partile de vorbire pe care
acel cuvant poate sa le aiba.

Un alt pachet software foarte popular este reprezentat de biblioteca de la
Stanford. Dintr-o perspectiva functionald, pachetul de la Stanford este
similar cu OpenNLP, realizdnd si el operatiile uzuale de prelucrare a
limbajului natural precum: despartirea textului in cuvinte, asocierea
cuvintelor cu partea de vorbire, extragerea propozitiilor din texte, etc.
Conform site-ului web asociat proiectului, pachetul Stanford NLP contine:
"un sistem competitiv de identificare a coreferintelor;, un model nou de
determinare a partilor de vorbire in texte; un model de parsare
probabilistic foarte performant;, un model competitiv de recunoastere a
entitatilor cu nume din domeniul biologiei; cat §i algoritmi de procesare
pentru limba araba, chineza si germana " (http://nlp.stanford.edu).

Asemeni lui OpenNLP si Stanford NLP este o biblioteca usor de folosit.
Folosirea lui Stanford NLP presupune in primul rand initializarea unei benzi
de asamblare de procesare a limbajului natural cu o lista de functionalitati
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necesare in aplicatie precum: extragerea cuvintelor, extragerea propozitiilor,
identificarea entitatilor cu nume etc. Ulterior tot ce trebuie facut este s se
treacd textul care se doreste sa fie analizat cu Stanford NLP prin banda de
asamblare.

O analiza comparativa a extragerii entitatilor cu nume de tipul persoana,
localitate i organizatie  folosind  uneltele = Stanford ~ NLP
(http://nlp.stanford.edu), Apache OpenNLP (OpenNLP website), Alchemy
API (Alchemy API website) si OpenCalais (OpenCalais) este realizata in
lucrarea ‘Comparison of Named Entity Recognition tools for raw OCR text’
(Rodriquez, Bryant, Blanke, & Luszczynska, 2012). Extragerea entitatilor
cu nume este analizatd din punctul de vedere al preciziei, acoperirii (recall-
ului) si al factorului F;. Autorii au folosit pe post de date doua colectii de
texte adnotate manual si au calculat factorii mentionati anterior. Rezultatele
obtinute de catre Rodriquez, Bryant, Blanke si Luszczynska sunt
urmatoarele (consideram doar datele obtinute in cazul extragerii entitatilor
cu nume, deoarece precizia OCR-urlui consideratd de asemenea in acel
articol nu face obiectul analizei noastre).

Tabelul 1 — Setul 1 de date de test

Sistem NLP Precizie Acoperire Factorul F;
Alchemy API 63% 38% 48%
OpenCalais 69% 30% 42%
Open NLP 53% 13% 21%
Stanford NER 60% 61% 60%

Tabelul 2 - Setul 2 de date de test

Sistem NLP Precizie Acoperire Factorul F,
Alchemy API 43% 44% 44%
OpenCalais 46% 39% 42%
Open NLP 33% 25% 28%
Stanford NER 35% 60% 44%

Dupa cum se poate observa in tabelele anterioare Stanford NER ofera in
medie cele mai bune rezultate (considerand media celor trei factori
masurati: precizie, acoperire, F). Totusi daca analizam in detaliu rezultatele
prezentate de (Rodriquez, Bryant, Blanke, & Luszczynska, 2012) vom
observa cd un capitol la care Stanford NER obtine rezultate mai slabe este in
cazul numelor de organizatii unde pentru primul set de date avem o precizie
de 12% si un acoperire de 23% fata de Alchemy (precizie de 50% |,
acoperire de 23%) si respectiv Open NLP (precizie de 20% , acoperire de
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8%). Dupa cum se poate observa mai ales in cazul lui Stanford NER (dar si
al celorlalte unelte) rezultate mai slabe au fost obtinute in cazul identificarii
entitatilor cu nume de tipul organizatii (precizie de 12% fata de media de
60%, acoperire de 23% fata de o medie de 61%). Metoda pe care o vom
prezenta in sectiunile urmatoare va incerca sa imbunatateasca acest aspect
pentru Stanford NLP.

Folosind pachetele sofware mentionate anterior - atat Stanford NLP cat si
Apache OpenNLP - putem identifica si clasifica entititi cu nume. S-au
folosit diferite variante de date de intrare pentru a evalua cele doua
biblioteci. In timpul testelor s-au identificat situatii in care se pot observa
limitarile lor. De exemplu sa consideram urmatorul exemplu: 'John works
at Microsoft'. Stanford NLP identifica corect 'John' ca fiind numele unei
persoane si respectiv 'Microsoft' ca fiind numele unei organizatii. Dar daca
incercam sa inlocuim 'Microsoft' cu 'Oracle' biblioteca esueazia in a
identifica 'Oracle’ ca un nume valid de organizatie. Astfel in acest studiu,
bazandu-ne pe aceste limitdri, vom incerca sa dezvoltdim un sistem de
detectare a entititilor cu nume bazat pe Stanford NLP. In urmitoarea
sectiune vom prezenta aceasta abordare.

2. Abordarea noastra

Dupd cum a fost mentionat in sectiunea anterioard, sunt situatii in care atat
Stanford NLP cat si Apache OpenNLP nu identifica entititile cu nume. In
acest caz vom propune un model de identificare al entitatilor cu nume bazat
pe clasificatorul Bayesian naiv pentru entitdtile cu nume de tipul nume de
persoane si organizatie — dar el poate fi extins usor si la alte tipuri de entitati
cu nume. Acesta este folosit pentru a acoperi unele dintre cazurile in care
biblioteca Stanford NLP nu identificd unele entitati cu nume. Solutia care va
fi prezentatd in cele ce urmeaza poate fi extinsa in continuare pentru a creste
precizia calculului. Ea realizeazd ambele obiective propuse de un sistem de
identificare a entitatilor cu nume:
- Identifica cuvintele care reprezintd entitati de tipul organizatie si nume de
persoane
- Clasificarea lor ca organizatii sau nume de persoane
In general existd doud moduri de a identifica si clasifica entititile cu
nume in texte:
- entitati cu nume deja cunoscute - recunoastem entitatile cu nume bazandu-
ne pe cunostinte sau clasificari anterioare (de exemplu: cidnd IBM,
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Microsoft, Google apar singure intr-un context pot fi considerate nume de
companii, ceea ce ne ajuta sa le identificim imediat cu compania pe care o
referd).

pe baza contextului - uitdndu-ne la context putem deduce cd un anumit
cuvant reprezintd o entitate cu nume. De exemplu daca intalnim Intr-un text
urmatoarea propozitie: "I work at Google" (Eu lucrez la Google). Chiar
dacd nu este cunoscut a priori faptul cd Google reprezintd o entitate cu
nume de tipul 'organizatie' (companie), bazdndu-ne pe context putem
deduce acest lucru datoritd secventei care precedad entitatea cu nume.
Cateodatd este posibil sa clasificim o entitate cu nume doar inspectand
contextul in care apare deoarece tipul entititii cu nume este dependent de
context.

Un caz aparte il reprezinta entitétile cu nume compuse, de exemplu: New

York,

Google Play, Microsft SQL Server, etc. In acest caz fie avem o listi

de entitati cu nume deja cunoscutd si identificarea se face imediat, fie pe
baza contextului, prin calculul de probabilitati.

Dupd cum a fost mentionat si anterior, aplicatia foloseste clasificatorul
Bayesian naiv pentru a detecta si clasifica entitatile cu nume - acest lucru se
intdmpld in modulul 'Sistem de identificare a entitdtilor cu nume'. El
foloseste trei surse de date pentru a antrena modelul folosit:

Text adnotat manual - furnizat sistemului de identificare a entitatilor cu
nume.

Text adnotat cu biblioteca Stanford NER - in acest caz folosim text care nu
este adnotat si pe care il clasificam cu Stanford NER. Rezultatul obtinut
este folosit ulterior pentru a antrena noul model.

Set de reguli - definim un set de reguli in format XML.

Arhitectura sistemului propus in aceasta lucrare este descrisa in Figura 1.
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Date de antrenare neadnotate

Se trimite la Stanford NLP pentru clasificare

Stanford NER

Extragere si clasificare

e Clasificare cu Stanford NLP
de entitdti cu nume

Date de antrenare
(Text adnotat cu Stanford NLP)

L

Pentru invétare

Text furnizat la intrare Date de antrenare adnotate
pentru clasificare (Text + set reguli XML)

Pentru fnvatare

Text de analizat Sistem de identificare a entitatilor cu nume

Rezultat
(Lista de entitdli cu nume clasificate)

Figura 1 Arhitectura sistemului

Fisierele XML descriu diferite reguli care sunt luate In considerare in
modelul de antrenare. Astfel pentru fiecare tip de clasificare — momentan
sunt suportate doar tipurile 'nume de persoane’ si ‘nume de organizatii’ —
definim céte un director cu fisierele XML corespunzitoare acelei clasificari.
Modelul pe care il propunem se bazeaza mult pe acest set de reguli si poate
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fi usor extins. XML-ul defineste un format ce descrie relatiile din text. De

exemplu, putem avea urmatoarea regula in XML:
<rule>
<verb>work</verb>
<prepositionsat, for</prepositions>
<trust>80%</trust>
</rule>

XML-ul anterior descrie un model in care verbul "work" urmat de una
dintre prepozitiile "at" sau "for" preceda o entitate cu nume de tipul
organizatie, cu o Incredere de 80%. Aceasta valoare poate fi calculatd
folosind un text adnotat pe baza ciruia putem sd extragem probabilititile
unor cuvinte.

Pe baza teoremei lui Bayes putem afirma (Rocha):

p(C|Fy, F, ... F,) = p(C) * p(F,, F, ... F, | C) / p(F,, F, ... F,

), unde C
reprezintd clasificarea iar F;, F, ... F, reprezintd factori care determina
clasificarea.

Deoarece p(Fy, F, ... F,) este invariant in functie de clasa i deoarece ne
intereseaza doar clasificarea - nu si procentul exact, putem ignora aceasta
probabilitate. Astfel putem spune:

p(C|Fy, F, ... F,) ~ p(C) * p(F,, F, ... F, | C) = p(C) * p(F, |
C)* p( F, ... Fy | C, F1) = p(C) *p(F | O)* p( F, | C, Fy) * p(
F; ... Fo | C, Fi, Fo) = p(C) * p(F1 | O)* p( F, | C, F1) * p( F; |
C, Fi, Fp) * ... * p(F, | C, F; ... Fo.)

In expresia anterioari vom face urmatoarea aproximare: vom considera
factorii care determina clasificarea ca fiind independenti intre ei — aceasta
simplificare este numitd presupunerea conditional independentd a
modelului Naiv Bayesian si are rolul de a simplifica calculul. In cazul nostru
precizia nu este afectatd deoarece factorii considerati sunt atribute ale
textului reprezentat sub forma *punga de cuvinte’. Astfel putem spune:

P(C|Fy, Fa. . .Fy) ~ p(C) * p(F|C) * p(F,|C) * p(F;]|C) * ... *p(F,

|C) (1)

Aceasta formula se gaseste in spatele modulului 'Sistem de identificare a
entitatilor cu nume'. Cand incercdm sa clasificim un cuvant ca fiind o
entitate cu nume, inlocuim in formula anterioara clasa cu tipul clasificarii.
Astfel putem avea urmatoarele clasificari:

NOT-NE - in acest caz cuvantul curent nu este o entitate cu nhume

NE-ORG - in acest caz cuvantul curent este identificat ca o entitate cu nume
de tipul 'organizatie’'.
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NE-PN - cuvantul curent este clasificat ca o entitate cu nume de tipul 'nume
de persoana'

NE-LOC - reprezinta o entitate cu nume de tipul 'loc' (nume de localitate,
nume de tard)

Clasificarea C va lua pe rand valorile fiecareia dintre clasele mentionate
anterior, $i pe baza valorilor pe care le obtinem vom fi capabili sa clasificam
fiecare cuvant. Acum, ca stim ce valori poate sa ia C, analizam factorii F,
Fy, ... F,. Aceste valori reprezinta diferite atribute definite pe baza
contextului in care apare cuvantul. Modelul poate fi usor extins pentru a
defini noi reguli. In prezent folosim urmitorii factori: valorea celor doui
cuvinte care preced cuvantul analizat, valorile urmatoarelor doud cuvinte si
partea de vorbire a celor doud cuvinte adiacente cuvantului analizat. Toti
acesti factori intervin in formula (1). Asfel putem reformula relatia (1):
dandu-se cuvantul 'w' pe care dorim sa il clasificdm in termenii identificarii
entitatilor cu nume, care se gaseste in secventa wpi Wp2 W Wy Wi, putem
considera urmatoarea relatie bazata pe probabilitati:

P(C(W) | WpiWpa, Wp2, Wni, WmWnp, POS(wpy) POS(w,) ) = P(C(w)) *
P(WpiWpa [C(w)) * P(wp|C(w)) * P(wWpy|C(wW)) * P(WyWn|C(w)) *
P (POS (wp; ) *POS (Wyy) | C(w)) (2)

unde:

C(w) = clasificarea cuvantului 'w' care este subiectul analizei;

p(C(W) | WpiWp2, Wp2, Wni, WniWna, POS(Wp2) POS(wy1)) = probabilitatea
clasificarii cuvantului 'w' in clasa C;

wpi = cuvantul aflat la distantd de un cuvant de 'w' care este subiectul
analizei - Intre 'wW' si 'wp' se gaseste doar 'wp,';

W2 = cuvantul care preceda cuvantul 'w';
wy1 = cuvantul pozitionat dupa 'w';

wp = cuvantul aflat la o distantd de un cuvant de 'w'. Intre 'w' si 'wyo' se
gaseste numai cuvantul 'wy;';

POS(wy;) = partea de vorbire asociata cuvantului wy;;

POS(wp) = partea de vorbire asociata cuvantului wy.
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De fiecare data cand vrem sd determinam daca un cuvant este o entitate
cu nume (si ce tip de entitate cu nume este) calculdm probabilitétile asociate
fiecarei clasificari. Probabilitatea cu valoarea cea mai mare va indica
clasificarea cuvantului. In cazul in care se obtin doud sau mai multe
probabilititi egale cuvantul nu poate fi clasificat. In relatia (2) observim ci
valoarea probabilitatii pe care vrem sa o calculam depinde de P(C,,) care
reprezintd probabilitatea a priori a clasei Cy,. Deoarece aceasta probabilitate
depinde mult de tipul textului analizat — in unele tipuri de articole entitatile
cu nume apar mai des decat in altele, calculul unei valori exacte pentru o
astfel de probabilitate este dificil de realizat. Astfel, vom face un compromis
si vom considera un model similar celui folosit de clasificatorul Bayesian
pentru determinarea mesajelor postei electronice nedorite (in care
probabilitatea a priori de clasificare a unui email ca spam sau nu este de
50%). Folosim aceasta abordare in cadrul sistemului nostru de identificare a
entitatilor cu nume si atribuim probabilitati egale tuturor clasificarilor
efectuate a priori. In lipsa cunoasterii unor valori precise dorim si ignoram
aceastd probabilitate in procesul de clasificare — lucru realizat prin
considerarea de probabilitati egale:

P (Cw=NOT-NE) =P (Cw=NE-ORG) =P (Cw=NE-PN) =P (Cw=NOT-LOC) =25%

Stiind ca acesti factori sunt aceeasi pentru toate clasificarile, ei pot fi
ignorati astfel incat relatia devine:

p(C(w) | WpiWpa, Wpi, Wni, WpWpy, POS(wp) POS(wny) ) = P(wpiWp
[C(w)) * P(wp|C(w)) * P(wy|C(w)) * Pl(wywy,|C(w)) *
P (POS (Wp1) ) * POS (Wnp) | C(w)) (3)

Formula (3) reprezinta varianta finalda a formulei de calcul a
probabilitdtilor. Desigur aceastda formula poate fi extinsa cu alte probabilitati
(corespunzétoare unor noi atribute), de exemplu se pot lua in calcul mai
multe cuvinte sau mai multe criterii (de exemplu se poate considera pozitia
unui cuvant in text deoarece sunt sanse mai mari ca o entitate cu nume sa
apard la inceputul unei propozitii). O data identificatad o noud probabilitate
care poate fi luatd in considerare tot ce trebuie si facem este sid o
introducem in formula (3) si s o inmultim cu celelalte probabilitati. Este
important de mentionat cd pentru a calcula aceastd noud valoare a
probabilitatii fie avem valoarea furnizatd direct de catre utilizator, fie este
determinatid pe baza datelor de antrenament. In cazul in care una dintre
probabilitati nu poate fi calculatd (de exemplu cuvantul pe care vrem sa 1l
clasificim este primul din propozitie si astfel P(wpwy, |C(W)) nu poate fi
calculat), acea probabilitate este ignorata.
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Dupa cum a fost mentionat anterior, probabilititile sunt calculate
folosind datele de antrenament adnotate, date de antrenament obtinute din
text neadnotat prin rularea pachetului Stanford NLP asupra sa si o serie de
fisiere XML cu reguli. In datele de antrenament adnotate se gasesc
propozitii in care fiecare cuvant este adnotat cu partea sa de vorbire si cu
clasificarea sa (cuvant normal sau entitate cu nume, caz in care tipul entitatii
cu nume este specificat de asemenea). Pe baza acestor clasificari putem
calcula probabilitdtile.

O propozitie adnotata aratd in felul urmator:

John [substantiv, NE-PN] works [verb, NOT-NE] for[prepozitie,

NOT-NE] Google [substantiv, NE-ORG].

In textul care va fi supus analizei este posibil s avem propozitii similare
celei anterioare, asfel incat prezenta verbului 'work' urmat de prepozitia 'for'
determind o probabilitate ridicatd ca urmatorul cuvant sa fie o entitate cu
nume - aceastd probabilitate poate fi reprezentata de expresia P(‘work' , 'for'
| NEORG).

Datele de antrenament obtinute cu pachetul Stanford NLP sunt similare
cu datele deja adnotate prezentate in paragraful anterior. Singura diferenta
este data de modul in care este realizata adnotarea, proces descris in Figura
2.

Practic modulul din Figura 2 primeste la intrare un text care este trimis la
Stanford NLP pentru a clasifica cuvintele din punctul de vedere al
identificarii entitatilor cu nume. Dupa aceea folosim un modul cu rol de
adaptor care foloseste ca intrare rezultatul furnizat de Stanford NLP si il
transforma in formatul convenit in modelul nostru. In acest moment textul
furnizat la intrarea modulului este exact in forma in care se gaseste si textul
adnotat manual descris anterior.

Dupa cum a fost descris anterior (si afisat in Figura 1) cea de-a treia
sursa de antrenare constd din fisiere XML cu reguli. Toate regulile descriu
sabloane de cuvinte care pot si apara in text. In momentul de fatd oferim
suport doar pentru sabloane care specifici In mod explicit cuvintele, dar
aceastd abordare poate fi schimbatd pentru a oferi suport si pentru partile de
vorbire - a se vedea sectiunea 'Concluzii'.
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Text de analizat
(Text neadnotat)

Biblioteca Stanford NLP

[
I
I
I
I
I
I
I
I
I
I
I

Text adnotat |
I
I
I
I
I
I
I
I
I
I
I

Adaptor pentru datele de iesire de
la Stanford NLP la modelul nostru

Text adnotat in formatul dorit de noul model

Figura 2- Constructor de date de antrenare

In momentul in care vrem sa realizim identificarea entititilor cu nume
intr-o propozitie, primul lucru pe care il realizim este impartirea textului in
propozitii. Dupa acest prim pas vom lua fiecare cuvant si pe baza formulei
specificate in relatia (3) vom calcula clasificarea. Este important de
mentionat ca acest mecanism se aplica doar in cazul cuvintelor care nu au
fost identificate si clasificate cu biblioteca Stanford NER.

3. Rezultate

In aceastd sectiune vom prezenta rezultatele care au fost obtinute folosind
metoda descrisd anterior de detectare a entitatilor cu nume. Pe post de date
de antrenare s-au folosit urmatoarele:
e date adnotate manual - un set de 150 articole Reuters care au fost adnotate
e date adnotate cu biblioteca Stanford NLP - un set de 21.500 de articole
Reuters au fost adnotate
e reguli XML - 20 de reguli au fost reprezentate in format XML. Aceste
reguli descriu sabloane des intdlnite in texte. Fiecare dintre aceste reguli

A

are asociata o probabilitate care reprezinta 'Increderea’ in acea regula:
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o "work at"; "work for". - sunt in general folosite Tnainte de entitati
cu nume de tipul organizatie
o '"live in" ; "travel to". - folosite inainte de entitati cu nume de tipul
localitate.
o "declares that" - este folosit inaintea unor entitati cu nume de tipul
persoand
In continuare, vom considera diverse exemple pentru a evalua modelul
prezentat. Unele exemple vor evidentia slabiciuni ale bibliotecii Stanford
NLP — entitdti cu nume care nu sunt identificate, caz in care vom specifica
regulile si/sau exemplele care au ajutat modelul nostru sa identifice si sa
clasifice corect, imbunatatind astfel modulul de identificare al entitatilor cu
nume din Stanford NLP.

Astfel sa consideram urmatoarele exemple:
1. John is going to work for Adobe. (John va lucra pentru
Adobe.)

In acest caz Stanford NLP nu identifici in mod corect Adobe ca un nume
de companie, identificd doar 'John' ca nume de persoand. Aplicind modelul
nostru obtinem un procent de 87% in favoarea clasificarii ca entitate cu
nume de tipul organizatie. Acest lucru se intampld doarece avem o regula
definita in fisierul XML care specifica cu o incredere de 80% ca dupa "work
for" avem o entitate cu nume de tipul organizatie.

2. Adobe's stock options incresed by 10%. (Optiunile de
actiuni Adobe au crescut cu 10%.)

In acest caz de asemenea "Adobe" nu este detectat ca o entitate cu nume
dar in cazul exemplelor "Adobe Corp.'s stock options increased by 5%" or
"Microsoft's stock options increased by 5%" , Stanford NER va clasifica
corect "Adobe Corp." si respectiv "Microsoft Corp." ca entitdti cu nume.

3. Perry joins Adobe from Microsoft, where she played a

leadership role ... (Corp., 2011) (Perry se aldturd Adobe
de la Microsoft, )

in exemplul din (Corp., 2011) folosind biblioteca Stanford NLP obtinem
clasificari pentru "Perry" - care este clasificat in mod corect ca 'persoand’ si
pentru 'Microsoft' care este clasificat de asemenea in mod corect ca o
organizatie. In acest caz folosind exemple de tipul: "Rosenfeld joined
Salomon in 1979 ..." si "Gottlieb joined Lorimar as senior vice president in
1985."  (Reuters, 1997) din setul de date de antrenare obtinem o
probabilitate de 58% ca 'Adobe’ si fie clasificat ca o entitate cu nume.
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Pentru a evalua metoda prezentatd s-a folosit colectia de 21.500 de
articole Reuters care contine 56 de entititi cu nume de tipul organizatie si
respectiv 267 de entitdti cu nume de tipul nume de persoane. Pe acest set de
date s-a rulat intai biblioteca Stanford NLP dupa care s-a rulat modelul
prezentat in aceastd lucrare si s-a calculat precizia, acoperirea si factorul F; .

Factorul F; este definit astfel:

F, = (2*precizie*acoperire) / (precizie+acoperire).

Tabelul 4 — Rezultate entitati cu nume de tipul organizatie

Metoda considerata Precizie Acoperire Factorul F;
Stanford NLP 24% 32% 27%
Metoda prezentata in 29% 32% 30%

aceasta lucrare

Tabelul 5 — Rezultate entitati cu nume de tipul nume de persoane

Metoda considerata Precizie Acoperire Factorul F1
Stanford NLP 76% 71% 73%
Metoda prezentatd in 78% 71% 74%

aceasta lucrare

Dupa cum se observd din cele doud tabele noua metodd aduce

vvvvv

4. Concluzii

In aceasta lucrare am prezentat o abordare noud, folositd pentru identificarea
entitatilor cu nume de tipul organizatie si nume de persoane care se bazeaza
pe biblioteca Stanford NLP. Practic folosim clasificatorul Bayesian naiv
pentru a detecta mai multe entitati cu nume. Modelul pe care 1l prezentam
creste in precizie dacad furnizim mai multe date de antrenament cu conditia
sd dispunem de date de test de calitate — aceasta crestere se va realiza pana
la un anumit prag incepand de la care cresterile devin nesimnificative. Este
important de mentionat cad o modificare gresita in fisierul XML cu reguli
poate duce la o scadere a preciziei deoarece anumite cuvinte vor fi
clasificate gresit.

Metoda prezentatd anterior are si anumite limitari. Datoritd faptului ca
folosim o metoda probabilisticd este foarte important sd avem date de
antrenare cat mai bune dupd cum a fost mentionat si anterior. O alta limitare
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poate sa apard deoarece nu aplicdm nici un fel de validare asupra entitatilor
cu nume determinate (modelul prezentat nu foloseste o baza da date cu
entitati cu nume care si poatd fi folositd pentru validare). De exemplu
putem avea o propozitie de tipul: "I work for Unknown" (Lucrez pentru
Necunoscut). Modelul nostru probabilistic va clasifica "Unknown" ca
numele unei organizatii desi nu putem spune cu sigurantd daca aceastad
clasificare este valida.

Aceastd metodd poate fi si imbunatitita. Astfel in prezent aplicatia
noastrd este construitd peste Stanford NLP dar o solutie ar fi sd se
foloseasca pentru clasificare si alte biblioteci similare precum Apache NLP
sau GATE.

Anterior a fost mentionat fisierul XML care contine reguli ce sunt
ulterior aplicate in procesul de detectie. O abordare interesantd ar fi sa
formuldm problema invers: dandu-se texte adnotate se doreste construtia
fisierului XML cu reguli. Astfel am putea construi o serie de reguli care sa
abstractizeze textele adnotate.
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